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	Vorwort




Ein Lehrbuch über Big Data zu schreiben ist ein großes, nicht zu unterschätzendes Unterfangen, das war uns von Anbeginn an klar. Immerhin haben wir alle schon mehrere Jahre in diesem Bereich gearbeitet sowie auch unterrichtet und kennen die Fülle an Themen, die noch dazu mit vielen neuen Trends Tag für Tag weiter wächst. Je tiefer wir uns eingelesen haben, desto mehr interessante Themen, die „man eigentlich mal anschauen könnte“, haben wir gefunden. Wie groß das Buch und der Aufwand am Ende wirklich werden würden, hatten wir vermutlich am Anfang vor rund zwei Jahren alle gewaltig unterschätzt.

Ein Lehrbuch bringt zudem im Vergleich zu Vorlesungsfolien, die sich auch „auf der Tonspur“ erläutern lassen, noch einmal deutlich höhere Anforderungen an Prägnanz und sowohl die Breite als auch die Tiefe mit sich. Wir halten wir es trotzdem mit dem römischen Philosophen Seneca (ca. 4 v. Chr. – 65 n. Chr.) . . .

„Homines dum docent discunt“ – „Die Menschen lernen, indem sie lehren.“

(Briefe an Lucilius, ca. 1. Jh. n. Chr.)

. . . und freuen uns, dass wir beim Schreiben und unseren vielen Diskussionen jede Menge Neues entdecken und lernen durften. Wir hoffen, liebe Leserinnen und Leser, dass es Ihnen bei der Lektüre dieses Buches genauso gehen wird. Wir hoffen ferner, dass wir Sie mit unserer Begeisterung für das Thema und unserer Lust am Experimentieren ein Stück weit anstecken können, und Sie trotz manchmal schwerer fachlicher Kost, auch etwas Vergnügen beim Lesen finden werden.

Unser Buch soll Ihnen daher nicht nur beim Zusammensetzen Ihres eigenen mentalen Bildes zur Big-Data-Verarbeitung eine gute Grundlage sein, sondern wird hoffentlich auch zum Ausgangspunkt für vielfältige eigene Experimente und Erfahrungen mit den aktuellen Trends und Werkzeugen. Probieren Sie wissbegierig alles aus, neben dem Lehren lernt man bekanntlich auch hervorragend beim Ausprobieren. Wir haben uns bemüht, den Einstieg in vielfach komplexe Technologien durch Links, Quelltexte und praktische Beispiele anschaulich und einfach zu machen. Diese sind auch im zum Buch gehörenden Github-Repository1) hinterlegt, um Ihnen das Nachmachen noch leichter zu machen.

Wir hoffen zudem, dass wir nicht gerade aus Platzgründen das für Sie spannendste Thema weglassen mussten und falls Ihnen doch einmal der Tiefgang fehlen sollte, wir hilfreiche weiterführende Literatur angegeben haben. Bedingt durch die Komplexität der vielen Frameworks, für die es jeweils oft sogar mehrere eigenständige Bücher gibt, ließ sich das leider an vielen Stellen nicht vermeiden. Kontaktieren Sie uns daher bei Fragen oder Anregungen gerne über Linkedin, wir freuen uns auf den Austausch mit Ihnen.

Zum Abschluss gilt unser Dank noch allen, die uns beim Schreiben dieses Werks in vielfältiger Art und Weise unterstützt haben, allen voran unseren Familien und Freunden, die uns für lange Zeit mit diesem Buch teilen mussten, Sylvia Hasselbach vom Hanser-Verlag sowie nicht zuletzt unseren Arbeitgebern für die akademische Freiheit, ein solches Werk überhaupt in Angriff nehmen zu können.

Nun wünschen wir Ihnen, liebe Leserinnen und Leser, viel Spaß beim Lesen, Lernen und Ausprobieren!

Im Januar 2026

Oliver Hummel

Marcus Kessel

Beate Navarro

Robert Butscher



1 https://github.com/bigdatabuch
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	Teil 1
	Grundlagen





	1
	Gestatten, Data – Big Data




Ein Lehrbuch über den Umgang mit großen Datenmengen zu schreiben, ist nicht zuletzt auch eine große Herausforderung. In kaum einem anderen Technologiefeld, vielleicht mit Ausnahme der künstlichen Intelligenz, ist der technische Fortschritt so rasant und der „Zoo“ der Werkzeuge1) und Frameworks so umfangreich und schwer zu überblicken wie bei Big Data.

Wir haben uns daher bemüht, Ihnen, liebe Leserinnen und Leser, die Informationen und wichtigsten Hintergründe passgenau so aufzubereiten, wie wir es bei unserem Einstieg in das Themenfeld vor mittlerweile etlichen Jahren selbst gerne gehabt hätten. Damals war Big Data ein boomendes Thema, ähnlich wie die Künstliche Intelligenz es heute ist. Zahlreiche Hersteller entwickelten neuartige Werkzeuge und priesen sie als eierlegende Wollmilchsau, auch wenn diese oft noch in den Kinderschuhen steckten und die Erfahrungen im Umgang mit ihnen vielfach erst mühsam erarbeitet werden mussten. Spannend ist in diesem Kontext insbesondere, dass gerade NoSQL-Datenbanken im Vergleich mit ihren SQL-Pendants eher das absolute Gegenteil einer eierlegenden Wollmilchsau sind, da sie ihre Vorteile gewöhnlich nur für sehr eng begrenzte Anwendungsfälle ausspielen können, auch wenn die Werbung der Hersteller anderes glauben machen möchte.

Heute sind zahlreiche Big-Data-Systeme längst im Dauereinsatz und verrichten ganz unauffällig ihren Dienst in der Cloud. Die Datenwissenschaft mit Big Data ist in den letzten gut zwei Jahrzehnten so weit gereift, dass sowohl stabile Werkzeuge als auch umfangreiche Erfahrungen mit ihnen zur Verfügung stehen. Diese möchten wir Ihnen in diesem Lehrbuch, das nach unserem Stand in seiner Breite mindestens im deutschsprachigen Raum, wenn nicht sogar weltweit, einzigartig ist, kompakt und dergestalt vermitteln, dass es zum Ausprobieren und Experimentieren animiert. Schließlich waren nie so viele Werkzeuge und Daten frei verfügbar, wie das heute der Fall ist.

Primäre Zielgruppe unseres Buches sind neben Studierenden einschlägiger Studiengänge, ungefähr ab dem 4. Semester, auch all diejenigen, die sich für die berufliche Praxis einen schnellen und soliden technischen Überblick über den Umgang mit großen Datenmengen verschaffen möchten oder müssen. Sei es zur beruflichen Weiterentwicklung oder aus persönlichem Interesse. Auch Azubis im IT-Bereich dürften gegen Ende ihrer Ausbildung zahlreiche nützliche Anregungen aus diesem Buch verwenden können. Nicht zuletzt kann es natürlich auch allen Interessierten als Nachschlagewerk dienen, um spezielle Big-Data-Themen bei Bedarf schnell auffrischen zu können sowie Hinweise zu vertiefender Literatur zu finden.

	1.1	Die Facetten von Big Data


Wörtlich übersetzt bedeutet „Big Data“ nichts weiter als „große Daten“ bzw. passender „große Datenmengen“2). Nie zuvor in ihrer Geschichte hat die Menschheit solche Massen davon produziert wie heute. Das globale Datenvolumen wächst rasant – von 26 Zettabyte (ZB) im Jahr 2017 über 104 ZB im Jahr 2022 zu geschätzten 175 ZB in 2025 [RRG18]. Diese Verdreifachung innerhalb von nur fünf Jahren setzt sich beschleunigt fort: Prognosen erwarten 284 ZB bis 2027 und 394 ZB bis 2028 [IDC24].

Bild 1.1 zeigt die für 2025 geschätzten 175 ZB in Bytes ausgeschrieben – was einer schier unvorstellbaren Zahl von 175 Billionen Gigabyte oder 175 ∗ 1021 Byte entspricht.
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Bild 1.1 175 Zettabyte in Bytes ausgeschrieben


175 Zettabyte sprengen jede Vorstellungskraft: Ein Stapel mit den dafür benötigten DVDs würde für rund 116 Reisen von der Erde zum Mond reichen und das Gesamtgewicht der aufeinander gestapelten DVDs entspräche etwa dem einer halben Milliarde Fahrzeuge vom Typ VW Golf (Bild 1.2). Diese Zahl übersteigt die gesamte Golf-Produktion seit Markteinführung 1974 (ca. 37 Millionen Exemplare) [Car24] um knapp das Zwölffache.
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Bild 1.2 175 Zettabyte veranschaulicht


Ein sich selbstverstärkender Kreislauf

Diese rasant wachsenden Datenmengen sind weder Ursache noch alleinige Folge technologischer Entwicklungen, sondern Teil eines komplexen Wechselspiels. Das in Bild 1.3 dargestellte Kreislaufmodell illustriert die zirkuläre Dynamik ohne eindeutige Kausalität – keine Komponente fungiert als alleiniger Auslöser. Vielmehr entfaltet sich ein System gegenseitiger Verstärkung, bei dem jedes Element gleichzeitig Ursache und Wirkung ist.
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Bild 1.3 Der sich selbstverstärkende Big-Data-Kreislauf


Der Kreislauf beginnt mit der Notwendigkeit für Datenmanagement und -infrastruktur, da zu Beginn des Big-Data-Hypes (ab ungefähr 2005) herkömmliche Speichertechnologien mit den exponentiell wachsenden Datenströmen überfordert waren. Diese Herausforderung treibt Investitionen in Cloud-Infrastrukturen3) oder eigene Hardware-Ressourcen voran, deren Entwicklung selbst bemerkenswert ist: Die Leistung von Machine-Learning-Hardware verdoppelt sich alle 2,3 Jahre, während die Performance pro Dollar jährlich um 30 Prozent steigt [Epo24]. Diese technologische Basis ermöglicht es erst, komplexe KI-Modelle und Algorithmen zu entwickeln, die aus heterogen strukturierten Datenmengen systematisch Erkenntnisse extrahieren. Die daraus generierten Analysen inspirieren datengetriebene Geschäftsmodelle oder münden in innovative Anwendungen, die wiederum neue Datenströme erzeugen und weitere Investitionen rechtfertigen.

Vielfältige Datenquellen

Bild 1.4 zeigt die diversen Ursprünge dieser Datenmengen, die den Kreislauf kontinuierlich speisen. Die Entwicklung des Internet of Things (IoT) verdeutlicht diese Dynamik beispielhaft: Die Anzahl der IoT-Geräte soll von 20,1 Milliarden 2025 auf prognostizierte 32,1 Milliarden bis 2030 gewachsen sein [IDC24]. Neue Datenquellen, vielfältige Datenformate, große Datenmengen und kontinuierliche Datenströme treiben wiederum neue Technologien voran, um die Daten speichern, wirtschaftlich verarbeiten und analysieren zu können.
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Bild 1.4 Mögliche Quellen für die Herkunft von Big Data


Die Evolution von Big-Data-Technologien

Diese Dynamik spiegelt sich auch in der Evolution der Technologien wider (Tabelle 1.1). Die Entwicklungen verliefen nicht linear, sondern griffen ineinander und verstärkten sich gegenseitig. Doug Laneys Definition der 3Vs (Volume, Velocity, Variety) von 2001 [Lan01] reagierte auf bereits existierende Datenphänomene und schuf gleichzeitig den konzeptionellen Rahmen für deren systematische Bewältigung. Googles MapReduce-Paper [DG04] machte ab 2004 parallele Datenverarbeitung einfach programmierbar sowie auf Standard-Hardware fehlertolerant und skalierbar. Apache Spark (2011) beschleunigte die Verarbeitung um Faktor 100 und eröffnete neue Anwendungsszenarien.


Tabelle 1.1 Ausgewählte Meilensteine im Kontext von Big Data




	Jahr

	Meilenstein

	Erläuterung




	2001

	3Vs

	Doug Laney definiert Big Data durch Volume, Velocity und Variety




	2003

	GFS

	Google File System – verteiltes Dateisystem für Big Data




	2004

	MapReduce

	Programmiermodell für parallele Datenverarbeitung




	2005

	Hadoop

	Open-Source-Implementierung von GFS und MapReduce




	2007

	NoSQL-DBs

	Nicht relationale Datenbanken für flexible Skalierbarkeit




	2011

	Apache Spark

	In-Memory-Computing, bis zu 100-mal schneller als MapReduce




	2013

	Docker

	Containertechnologie für Big-Data-Anwendungen




	2014

	Apache Flink

	Stream-Processing mit echter Echtzeitverarbeitung




	2015

	Apache Kafka

	Message-Broker wird Standard für Streaming-Pipelines




	2016

	TensorFlow 1.0

	Deep-Learning-Framework für Big-Data-Pipelines




	2021

	Data Lakehouse

	Kombination von Data Warehouse und Data Lake




	2022

	Generative KI

	Revolution der Analyse unstrukturierter Daten




	2024

	Model Context Protocol (MCP)

	Offener Standard für die Integration von Kontext- und Tool-Schnittstellen in generative KI-Systeme








Big Data im Kontext industrieller Revolutionen

Die in Bild 1.5 dargestellte Evolution industrieller Revolutionen verdeutlicht einen Wandel im Umgang mit Daten und Information. Während die ersten drei Revolutionen primär durch neue Energiequellen (Dampfkraft), Produktionsmethoden (Fließband) und Automatisierungstechnologien (Computer/IT) charakterisiert waren, markiert die vierte Revolution einen Paradigmenwechsel: Daten werden zum strategischen Produktionsfaktor.

Die vierte industrielle Revolution generierte Big Data als systemimmanente Konsequenz – durch Vernetzung von Fertigungsanlagen und Prozessautomatisierung. Daten entstehen nicht mehr als Nebenprodukt, sondern dienen fortan als Basis für Geschäftsmodelle, Prozessverbesserungen und Wertangebote. Cloud Computing, verteilte Systeme und neue Analyseverfahren wurden entsprechend als notwendige Infrastruktur ausgebaut [Sei19].
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Bild 1.5 Industrielle Revolutionen im Überblick in Anlehnung an [HM24]


Der Übergang zu einer diskutierten fünften industriellen Revolution verschiebt den Fokus erneut. Die Europäische Kommission entwickelt und verfolgt mit Industrie 5.0 drei Säulen: Menschenzentriertheit, Nachhaltigkeit und Resilienz [Eur+21]. Diese Neuausrichtung interpretiert Big Data nicht mehr nur als Instrument der Prozessoptimierung, sondern auch als Mittel, gesellschaftliche Ziele zu verwirklichen, Lieferketten störungsfreier zu machen und eine nachhaltige Kreislaufwirtschaft zu etablieren [Sch+23].

KI geht schon heute Hand in Hand mit Big Data: Während Industrie-4.0-Ansätze Daten zur Prozessoptimierung nutzen, ermöglichen KI-Systeme erweiterte Mensch-Maschine-Interaktionen. Machine-Learning-Algorithmen identifizieren Muster in Datenmengen und passen Produktionsprozesse adaptiv daran an. Solche Systeme entwickeln eigenständig Lösungsansätze aus verfügbaren Daten, bleiben jedoch abhängig von Datenqualität und -umfang. Fehlende oder verzerrte Trainingsdaten führen zwangsläufig zu fehlerhaften Ergebnissen.

Die europäische Vision einer Industrie 5.0 zielt darauf ab, dass Big Data Analytics über reine Effizienzsteigerung hinaus auch gesellschaftliche Ziele verwirklichen soll [Sch+23]. Ob datengetriebene Systeme tatsächlich nachhaltiger oder resilienter werden, bleibt jedoch empirisch zu belegen. Der in Bild 1.3 dargestellte Mechanismus zwischen Datensammlung, KI-Training und Produktionssteuerung erhält eine erweiterte Funktion: Er soll technischen Fortschritt mit gesellschaftlichen Zielen systematisch verbinden.

Die Öl-Metapher und ihre Grenzen

Die Metapher von Daten als dem „neuen Öl“4) des 21. Jahrhunderts bietet einen eingängigen Vergleich, erfasst aber nur Teilaspekte der Datenökonomie.

Die (vermeintlichen) Parallelen liegen zunächst in den Verarbeitungsprozessen: Wie Öl müssen Daten gesammelt (gefördert), gespeichert (gelagert) und aufbereitet (raffiniert) werden, um irgendeine Form von Wert zu generieren. Beide unterliegen strengen Regularien – Raffinerien folgen Sicherheitsvorschriften, Datenverarbeitung erfordert Data Governance. Diese umfasst die Katalogisierung durch Metadaten, die Einhaltung von Datenschutzrecht und die Nutzung verbindlicher Interoperabilitätsstandards. Auch die Katastrophenpotenziale ähneln sich: Datenlecks verursachen digitale „Ölpesten“, wie der Facebook-Vorfall im Jahre 2021 demonstrierte, bei dem über 500 Millionen Nutzerdatensätze kompromittiert wurden [Ham23; Del21].

Zwischen Daten und traditionellen Ressourcen wie etwa Öl existieren jedoch auch erhebliche Unterschiede: Daten vermehren sich durch ihre Nutzung, statt sich zu verbrauchen. Daten lassen sich zudem zielgerichtet erzeugen [Wer24]. Jede Analyse generiert potenziell neue Erkenntnisse, die weitere Datenerhebungen motivieren. Moderne Produkte erzeugen kontinuierlich Datenströme: Sensoren erfassen Umgebungsparameter, Nutzerinteraktionen werden protokolliert, Transaktionen gespeichert. Diese selbstverstärkende Dynamik steht im Gegensatz zur Endlichkeit fossiler Rohstoffe. Ein weiterer Unterschied betrifft die Reproduzierbarkeit. Öl verbrennt einmalig und ist dann verloren – Daten hingegen lassen sich beliebig oft kopieren und verwenden. Analysen zehren Daten nicht auf; sie sind ökonomisch betrachtet nicht rivalisierend, aber exkludierbar, etwa durch Zugangsrechte oder technische Beschränkungen.5) Diese Eigenschaft hat jedoch eine Kehrseite: Datenlecks wirken irreversibel, da sich einmal veröffentlichte Informationen praktisch nicht mehr aus dem digitalen Raum entfernen lassen. Hier zeigt sich eine Parallele zu Ölkatastrophen: Beide hinterlassen dauerhafte Schäden in ihren jeweiligen Systemen – physisch bei Ölverschmutzungen, digital bei Datenlecks.

Einen weiteren Unterschied betont Wernicke: Im Vergleich zu physischen Rohstoffen haben Daten als nicht rivalisierende Güter keinen universellen Wert, so wie es etwa für einen Barrel Öl einen weltweit einheitlich definierten Wert pro Menge (aktueller Weltmarktpreis) gibt. Der Wert von Daten ergibt sich aus dem Kontext, in dem sich Daten nutzen lassen. Je nach Nutzer, Anwendungsfall und Erkenntnisziel können die identischen Daten entweder sehr wertvoll oder sehr wertlos sein [Wer24]. Gibt es keinen universellen Wert für Daten, so ist auch der Zusammenhang zwischen Datenmenge und Datenwert unklar [Wer24]. Während physische Rohstoffe wie Öl mit zunehmender Menge in der Regel linear an Wert gewinnen – zwei Barrel sind doppelt so viel wert wie ein Barrel – gilt dies für Daten nicht. Ob zwei Terabyte an Daten mehr Wert erzeugen als eines, hängt von Faktoren wie Qualität, Exklusivität, Redundanz und Nutzbarkeit ab. Denkbare Verläufe reichen von linear (konstanter Grenznutzen) über degressiv (zunehmender, aber abnehmender Grenznutzen) bis hin zu überproportional im Sinne einer S-Kurve (Netzwerkeffekte, sprunghafte Verbesserungen ab einer kritischen Datenmenge). In ungünstigen Fällen kann der Wert mit wachsendem Volumen sogar negativ verlaufen, etwa durch überproportional steigende Kosten für Speicherung und Verarbeitung oder durch sinkende Datenqualität. Auf der anderen Seite können aber Daten auch zu sich selbst verstärkenden Kreisläufen führen: Je mehr datenbasierte Produkte gekauft werden, desto mehr entstehen weitere Daten (z. B. Nutzungsdaten), die wiederum neue Funktionalität, mehr Komfort oder höhere Zuverlässigkeit für das Produkt bedeuten können, was wiederum dem Absatz, der Wettbewerbsfähigkeit oder der Innovationskraft zugutekommt [Wer24]. Daten sind keine homogenen Güter: Ihr Wert reicht von „völlig nutzlos“ bis „sehr wertvoll“ und wird entscheidend durch den jeweiligen Anwendungskontext bestimmt.

Ironischerweise teilen beide Ressourcen auch ökologische Problematiken: Sowohl die Ölförderung und -verwendung als auch der massive Energiebedarf von Rechenzentren für Big-Data-Verarbeitung belasten die Umwelt erheblich [Bit24].

Die Öl-Metapher erfasst aber nicht die qualitative Andersartigkeit von Daten im Kontext der industriellen Transformation. Sie entsteht durch die Verbindung von Daten, hier speziell Big Data mit Künstlicher Intelligenz, worunter klassisches Machine-Learning (ML) ebenso fällt, wie auch avanciertere Ansätze wie Deep Learning: Daten werden nicht nur verarbeitet oder beinhalten Informationen, sondern ermöglichen auch lernende Systeme. Diese können sich (idealtypisch) kontinuierlich selbst verbessern und damit „intelligent“ auf sich verändernde Rahmenbedingungen reagieren oder gar zum Bestandteil datengestützter Wertangebote werden [Sei19]. Dieser selbstverstärkende Mechanismus – von der reaktiven Prozessverbesserung in Industrie 4.0 zur Vision einer menschenzentrierten Produktion in Industrie 5.0 [Eur+21] – geht weit über die Möglichkeiten physischer Rohstoffe hinaus. Die Öl-Metapher hilft beim ersten Verständnis, regt zum Nachdenken und Diskutieren an, verdeckt aber den weitreichenden Unterschied zwischen stofflichen und informationsbasierten Ressourcen.

Big Data: Von der Option zur Notwendigkeit

Bild 1.3 hat gezeigt, wie Big Data sich selbst verstärkt. Unternehmen, die Daten systematisch nutzen, setzen einen idealtypischen Kreislauf in Gang: Daten ermöglichen Analysen, diese generieren Erkenntnisse, daraus entstehen Innovationen, die zu neuen Einnahmequellen führen [Wer24]. Diese wiederum finanzieren weitere Investitionen in KI und Big Data. Was für digitale Vorreiter wie Google oder Amazon von Beginn an Bestandteil des Geschäftsmodells war, müssen traditionelle Unternehmen nachträglich implementieren: IT-Infrastrukturen, Datenkompetenz und datenbasierte Entscheidungsprozesse.

Bild 1.6 verdeutlicht diese Entwicklung auf Grundlage einer Befragung6). In Deutschland nutzen 82 Prozent der untersuchten Unternehmen Big Data oder planen dessen Einsatz [Bit25]. Diese hohe Adoptionsrate zeigt, dass Big Data sich bei den befragten Unternehmen etabliert hat. Es ist keine isolierte IT-Aufgabe mehr, sondern findet Anwendung in verschiedenen Bereichen: Marketing nutzt Personalisierung, Produktion führt Process Mining durch, Lieferketten werden transparenter gestaltet. Der parallele Anstieg von IoT auf 84 Prozent und der Sprung der Robotik auf 74 Prozent binnen zwei Jahren deuten auf Synergieeffekte hin: IoT-Sensoren liefern Daten, Robotik nutzt diese für adaptive Steuerung – eine skalierbare IT-Infrastruktur für Big Data im Hintergrund vorausgesetzt.
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Bild 1.6 Einsatz tatsächlicher und geplanter Technologien in der Studie [Bit25]


Künstliche Intelligenz transformiert die in Bild 1.5 gezeigte Entwicklung qualitativ. Während frühere Revolutionen sequenziell abliefen – von Mechanisierung über Elektrifizierung zur Digitalisierung –, ermöglicht KI eine synergetische Integration aller Ebenen. Maschinelles Lernen (ML) verbindet physische Produktionsprozesse mit digitalen Zwillingen, Predictive Analytics mit Echtzeitsteuerung. Die Datenverarbeitung verschiebt sich von reaktiver Analyse zu proaktiver Verbesserung hin zu Handlungsempfehlungen oder gar autonom ausgeführten Tätigkeiten durch Roboter oder Software, wobei Algorithmen aus historischen Mustern lernen und Parameter kontinuierlich anpassen [Sei19].

Diese KI-getriebene Transformation wäre ohne Big-Data-Technologien niemals möglich. Big Data unterscheidet sich von früheren IT-Entwicklungen nicht nur durch schiere Menge und Verarbeitungsgeschwindigkeit, sondern bildet das technologische Fundament, auf dem KI-Systeme operieren. Ohne massive Trainingsdatenmengen keine Deep-Learning-Modelle, ohne Echtzeitdatenströme keine adaptive Steuerung, ohne skalierbare IT-Infrastrukturen kein wirtschaftlich tragbares Modelltraining. Wer einmal in IT-Infrastruktur für Big Data investiert hat, baut diese typischerweise weiter aus – weniger aus technischem Enthusiasmus, sondern aus betriebswirtschaftlicher Notwendigkeit.

Diese Logik manifestiert sich in den entstehenden Pfadabhängigkeiten. Die Verflechtung von Big-Data-Technologien funktioniert wie ein Dominoeffekt: Wer Dateninfrastruktur aufbaut, benötigt zwangsläufig Analysemethoden und muss entsprechende Geschäftsmodelle entwickeln. Wer Algorithmen implementiert, braucht Rechenkapazität – gleichgültig, ob in der Cloud oder On-Premises. Wer aus Daten Erkenntnisse gewinnt, entdeckt neue Anwendungsfelder und damit neue Datenquellen. Jeder Schritt verstärkt die Abhängigkeit vom Gesamtsystem – ein Ausstieg fällt allein aus Wettbewerbsgründen schwer.

Diese systematische Interdependenz hat Big Data von einer technischen Option zum operativen Fundament digitaler Geschäftsmodelle gemacht. Andrew Ng verglich die Künstliche Intelligenz bereits mit der Elektrizität des 21. Jahrhunderts [Ng17] – ein Vergleich, der sich vielleicht noch passender auf Big Data übertragen ließe. Ähnlich wie die Elektrifizierung wurde auch Big Data zur unsichtbaren, aber unverzichtbaren Infrastruktur. Ein Unterschied liegt im Tempo und in der Komplexität: Was bei der Elektrifizierung noch mehrere Jahrzehnte erforderte und primär technische Herausforderungen mit sich brachte, vollzieht sich bei Big Data in Jahren und erfordert vor allem organisatorische Transformationen.

Eine wesentliche Herausforderung liegt in der Integration: Big Data, KI, IoT, Data Science und Cloud Computing verschmelzen zu einem technologischen Ökosystem, in dem jede Komponente die anderen voraussetzt, wechselseitig bedingt und verstärkt. Die technische Konvergenz ist dabei nur die „Spitze des Eisbergs“ – die organisatorischen Herausforderungen von Governance über Compliance bis zur Kulturveränderung im Unternehmen sind ein weiteres Betätigungsfeld.

	1.2	Definition mit 3Vs


Geht es um eine Definition als Begriff bzw. Fachgebiet, bleibt die Literatur oft schwammig und zieht sich auf eine Beschreibung der wichtigsten Eigenschaften mithilfe einer Alliteration mit 3 V zurück. Auch wir werden diese gleich betrachten, zuvor sei jedoch der Versuch einer intuitiven Definition unternommen, die gleichzeitig die Schwierigkeiten beim Festlegen eines Schwellwerts an Daten für Big Data verdeutlichen wird.

Schon in den frühen 2000er-Jahren, als das zuvor endlos scheinende Wachstum der Prozessortaktraten zu einem Ende kam, erkannte man, dass die Verwendung immer größerer und stärkerer Einzelsysteme (sog. vertikale Skalierung) kein dauerhafter Ausweg für den Umgang mit wachsenden Datenmengen sein würde, da die Wachstumsgeschwindigkeit der Daten die der Hardware schlichtweg überstieg. Entsprechend liegt es nahe, eine Definition von Big Data an eine notwendige horizontale Skalierung, also die Verteilung von Daten auf mehrere Server, zu koppeln. Ganz salopp und einfach ausgedrückt: Big Data wird es, sobald die Daten nicht mehr auf eine einzelne „Kiste“ passen7).

Auf die Hintergründe, die dieser Definition zugrunde liegen, werden wir im folgenden Abschnitt näher eingehen, zuvor sei darauf hingewiesen, dass sich daraus keine feststehende Größe ableiten lässt, da sich parallel zu einer stetig wachsenden Datenmenge auch die Hardware permanent entwickelt. Zu Beginn der Big-Data-Verarbeitung Anfang der 2000er-Jahre waren Arbeits- und Festspeicher von Computern und Servern etwa um den Faktor eintausend kleiner als zur Mitte der 2020er-Jahre8). Entsprechend lag die Schwelle für die Notwendigkeit einer Verteilung von Daten deutlich niedriger als heute, wo beispielsweise leicht die Adressdaten aller Einwohner Deutschlands in einer relationalen Datenbank auf einem handelsüblichen Laptop gespeichert werden könnten. Um dennoch eine ungefähre Größenordnung zu geben: Wir wollen im Rahmen dieses Buches die Schwelle zu Big Data im industriellen Einsatz grob im Bereich von etwa zehn Terabyte an aufwärts veranschlagen. Das entspricht in etwa dem heute in großen Servern möglichen Arbeitsspeicher. Was natürlich nicht bedeutet, dass eine Verteilung auf verschiedene Maschinen nicht schon deutlich früher notwendig wird oder beispielsweise aus Gründen der Redundanz sinnvoll sein kann. Bestehen umgekehrt keine außergewöhnlichen Anforderungen an die Performanz, kann gegebenenfalls auch ein einzelner Server noch weit länger ausreichend sein.

Nach der klassischen 3V-Definition von Big Data [Lan01] kommen vor allem drei Ursachen in Betracht, die eine Verteilung der Daten auf mehrere Rechner erforderlich machen: Direkt mit dem Begriff „Big Data“ auf der Hand liegt eine große Datenmenge (engl. Volume), die auf einem einzelnen Rechner nicht mehr vollständig gespeichert werden kann. Eine ausreichende Geschwindigkeit (engl. Velocity) bei Speicherung und Verarbeitung gesellt sich leicht nachvollziehbar als zweite Herausforderung hinzu. Ferner stammen große Datenmengen üblicherweise nicht nur aus einer einzigen Datenquelle, sondern aus vielen verschiedenen, mit oft unterschiedlichen Formaten und Speichersystemen, sodass mit der Daten- sowie Speicherungs- und Verarbeitungsvielfalt (Variety) schnell ein dritter Grund ausgemacht ist, um Big-Data-Systeme auf mehrere Rechner verteilen zu müssen.

In jüngerer Zeit zeigt es sich, dass durch neue Anforderungen, wie sie beispielsweise das Internet of Things (IoT) mit seinen schier endlosen Datenströmen von zahllosen Sensoren und Aktuatoren mit sich bringt, Daten verfälscht werden oder erst mit Verspätung oder gar nicht zur Verarbeitung ankommen können. Daher ergänzen manche Autoren mit Veracity (Wahrhaftigkeit) von Daten noch ein viertes V für diese Definition. Oft wird auch noch der Nutzen (Value), den die Verarbeitung großer Datenmengen stiften soll, als fünftes V angeführt. Da es sich jedoch weder bei Veracity noch bei Value um Eigenschaften der Daten handelt, die per se eine Parallelverarbeitung auf verschiedenen Rechnern notwendig machen würden, bevorzugen wir das 3V-Modell als Arbeitsgrundlage, anhand derer sich der Begriff Big Data wie folgt definieren lässt:
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Big Data bezeichnet Daten, die wegen ihrer Größe (Volume), der geforderten Verarbeitungsgeschwindigkeit (Velocity) oder aufgrund ihrer Vielfalt (Variety) nicht auf einem einzelnen Rechnersystem gehalten werden können, sondern parallel auf mehreren Servern verarbeitet werden müssen.





Aus technischer Sicht bringt die Parallelverarbeitung großer Datenmengen auf verteilten Systemen vor allem zwei große Herausforderungen mit sich, nämlich die Vermeidung von gleichzeitigen Schreibzugriffen durch verschiedene Verarbeitungseinheiten („concurrent writes“) sowie das konsistente Halten („consistency“) von aus Resilienzgründen angelegten Kopien (sogenannten Replika) von Daten im System (vgl. auch [Kle17]).

Die Parallelverarbeitung (engl. Distributed Computing) und viele damit verbundene Ideen sind übrigens nicht erst mit dem Big-Data-Hype der 2000er-Jahre entstanden, erste Überlegungen in diese Richtung gab es bereits in den 1960er-Jahren und spätestens seit den 1980ern wurde ernsthaft an entsprechenden Systemen gearbeitet. Beispielsweise wurde schon Anfang der 1990er mit dem Message Passing Interface (kurz MPI) ein einheitlicher Standard für den Nachrichten- und Datenaustausch in verteilten Systemen geschaffen [Gro+96]. Die damaligen Ansätze setzten allerdings meist auf uniforme Hardware, die zu sogenannten Supercomputern verschaltet wurde (Stichwort Grid-Computing) und zielten darauf ab, die Daten durch alle Knoten im System im „Gleichtakt“ verarbeiten zu lassen. Für heutige Computing-Cluster oder Cloud-Systeme, die oft aus „bunt zusammengewürfelter“ sogenannter Commodity-Hardware bestehen, würde dieser Ansatz nicht besonders gut funktionieren. Daher wurden die frühen Vorreiter der Parallelverarbeitung im heutigen Big-Data-Einsatz nahezu vollständig von flexibleren (Open-Source-)Frameworks wie Hadoop und seinen Nachfolgern abgelöst.

Weitere Vs

In der Literatur scheint ein regelrechter Wettlauf darum entbrannt zu sein, wer noch weitere Vs zu den drei bisher genannten hinzu (er)finden kann. Mit einer schnellen Internet-Recherche lassen sich insgesamt über ein Dutzend solcher Begriff ausfindig machen [Fir17]. Wir wollen uns nicht dazu hinreißen lassen, bei diesem Wettlauf mitzumachen, da dieser die obige anschauliche Definition ad absurdum führen würde. Nichtsdestotz wollen wir aus Gründen der Vollständigkeit die gängigsten drei weiteren Vs sowie mit der Visualisierung ein „Bonus-V“ im Folgenden kurz erläutern:

[image: Image]       Veracity (Wahrhaftigkeit): Die Frage nach der Qualität, Vertrauenswürdigkeit und Genauigkeit der Daten. Ungenaue Daten können zu falschen Schlussfolgerungen führen.

[image: Image]       Value (Wert): Der wichtigste Aspekt ist, aus den gesammelten Daten einen messbaren geschäftlichen, gesellschaftlichen oder wissenschaftlichen Mehrwert zu generieren.

[image: Image]       Variability (Veränderlichkeit): Bezieht sich auf die sich ändernde Bedeutung oder Struktur von Daten im Zeitverlauf, was die Analyse erschwert.

[image: Image]       Visualization (Visualisierung): Die Notwendigkeit, komplexe Daten und Analyseergebnisse in verständliche, oft interaktive grafische Darstellungen zu überführen.

	1.3	Berührungspunkte mit Data Science


Entstehung und Definition von Data Science

Bild 1.79) dokumentiert drei unterschiedliche Verläufe von Begriffen bei Google Trends über zwei Dekaden (2005–2025): „Big Data“ erreichte im Oktober 2018 seinen Höhepunkt (Index 55) und fiel seitdem auf 33 zurück – ein Rückgang um 40 Prozent. „Artificial Intelligence“ hingegen wuchs nach einem Tiefpunkt 2012 (Index 11) kontinuierlich und erreichte im Mai 2023 mit 89 fast die Indexobergrenze. „Data Science“ verzeichnet seit 2015 einen fast kontinuierlichen Aufwärtstrend und kommt mit einer jährlichen Wachstumsrate (CAGR = Compound Annual Growth Rate) von 14,4 Prozent aktuell auf einen Indexwert von 93.

Diese Trends spiegeln begriffliche Verschiebungen wider: Während „Big Data“ als Schlagwort an Zugkraft verliert (CAGR dennoch 12,5 Prozent seit 2005), rücken konkrete Anwendungen der Daten – KI und Data Science – in den Fokus. Big Data verschwindet nicht, es wird zur selbstverständlichen Grundlage, während die Aufmerksamkeit sich auf die darauf aufbauenden Disziplinen verschiebt. Der Begriff „Artificial Intelligence“ stammt bereits aus den 1950er-Jahren (Dartmouth Conference 1956, vgl. [McC+06]) und erlebt zyklisch neue Aufmerksamkeitswellen – etwa 2016 durch den Sieg von AlphaGo (Google) im Brettspiel Go und ab Ende 2022 durch ChatGPT (OpenAI). Ob diese Suchtrends die technologischen Realitäten widerspiegeln oder lediglich begriffliche Moden dokumentieren, lässt sich aus den Daten allein natürlich nicht ableiten.
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Bild 1.7 Google Trends für die Suchterme „Artificial Intelligence“, „Big Data“ und „Data Science“


Um zu verstehen, wie Data Science zu diesem prominenten Status gelangte und Data Scientist bereits als attraktivster Job des beginnenden 21. Jahrhunderts gehandelt wurde, lohnt ein Blick auf die historische Entwicklung des Begriffs. Die Ursprünge reichen bis in die 1960er-Jahre zurück, als der dänische Informatiker Peter Naur erstmals „Datalogy“ als Alternative zu „Computer Science“ vorschlug, um den Fokus auf die Daten zu lenken [SF88]. In seinem Werk „Concise Survey of Computer Methods“ nutzte Naur 1974 den Begriff Data Science bereits freier und definierte ihn als „the science of dealing with data, once they have been established, while the relation of the data to what they represent is delegated to other fields and sciences“ [Nau74]. Diese frühe Phase war geprägt von ersten Datenbanken und grundlegenden Konzepten der Datenanalyse, während die Verarbeitung großer Datenmengen noch eine erhebliche technische Herausforderung darstellte.

Die 1990er-Jahre markierten einen Wendepunkt, als die zunehmende Verbreitung von Computern und das Aufkommen des Internets zu einem Anstieg verfügbarer Daten führten. Jeff Wu schlägt 1997 in seinem Vortrag „Statistics = Data Science?“10) vor, den Begriff Statistik durch Data Science zu ersetzen und statt der Berufsbezeichnung Statistiker besser von Data Scientist zu sprechen. So sollte die Bedeutung der computergestützten Datenanalyse zum Ausdruck gebracht werden. Ein Umstand, auf den auch der Statistiker John Tukey bereits in den 1960er-Jahren hinwies, um die Bedeutung der aufkommenden Computer für Datenanalysen hervorzuheben. In den 2000er-Jahren etablierte sich Data Science endgültig als eigenständige Disziplin. William S. Cleveland veröffentlichte 2001 einen Aufruf (Action Plan), in dem er fordert, Statistik in Richtung Informatik und umgekehrt zu erweitern. Hierfür schlug er folgende Bereiche vor: Multidisziplinäre Untersuchungen, Modelle und Methoden für Daten, Rechnen mit Daten, Pädagogik, Werkzeug-Bewertung und Theorie.

Data Science ist die Kunst und Wissenschaft, mit geeigneten Methoden aus Daten Information zu extrahieren [Kau19]. Sie verfolgt einen interdisziplinären Ansatz, der die mathematische Strenge der Statistik, die algorithmische Effizienz der Informatik und das spezifische Wissen aus dem Anwendungsbereich (Domäne) vereint. Drew Conway verdeutlichte 2010 diese Interdisziplinarität als Venn-Diagramm, das Data Science als Schnittmenge dreier Bereiche zeigt (Bild 1.8) [Con10]. Conway warnte dabei vor der „Danger Zone“ – dem Bereich, in dem Hacking Skills und Domänenwissen ohne statistische Fundierung zusammentreffen, was zu falschen oder irreführenden Schlüssen führen kann.
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Bild 1.8 Data Science als Venn-Diagramm [Con10]


Conways Darstellung macht die notwendige Kompetenzbreite sichtbar. Als Arbeitsdefinition dient im Folgenden der Ansatz von Schulz et al., Data Science als „interdisziplinäres Fachgebiet, in welchem mithilfe eines wissenschaftlichen Vorgehens, semiautomatisch und unter Anwendung bestehender oder zu entwickelnder Analyseverfahren Erkenntnisse aus teils komplexen Daten extrahiert und unter Berücksichtigung gesellschaftlicher Auswirkungen nutzbar gemacht werden“ [Sch+22] zu sehen.

Das „wissenschaftliche Vorgehen“, das Schulz et al. ansprechen, konkretisiert sich in einem strukturierten Prozess, der sich von der Datenerhebung bis zur Kommunikation der Ergebnisse erstreckt. Jedes Data-Science-Projekt beginnt mit der Datenakquisition und -aufbereitung: Rohdaten werden bereinigt, fehlende Werte behandelt und Formate normalisiert. Die explorative Datenanalyse (EDA) nutzt statistische Kennzahlen und Visualisierungen, um erste Muster zu identifizieren und Hypothesen vorzubereiten. In der Modellierungsphase kommen die Analyseverfahren zum Einsatz – von klassischen statistischen Methoden über Machine Learning bis zu Deep-Learning-Ansätzen, je nach Komplexität der Fragestellung.

Der Informationsgehalt von Datenanalysen lässt sich in vier Reifegrade unterteilen, die sich nach Erkenntnisgewinn und praktischem Nutzen unterscheiden lassen (Bild 1.9) [TGB20]. Am Anfang steht die deskriptive Analytik, die historische Daten zusammenfasst und zeigt, was geschehen ist. Die diagnostische Analytik geht einen Schritt weiter und untersucht, warum bestimmte Muster auftreten. Mit der prädiktiven Analytik verschiebt sich der Blick in die Zukunft: Statistische Modelle und ML-Algorithmen prognostizieren, was wahrscheinlich geschehen wird. Die höchste Stufe bildet die präskriptive Analytik, die nicht nur vorhersagt, sondern konkrete Handlungsempfehlungen ableitet – sie beantwortet, wie auf die Vorhersagen reagiert werden sollte. Präskriptive Systeme können künftige Ergebnisse aktiv beeinflussen: Beispielsweise kann ein Recommendation-System, das im richtigen Moment einen passenden Vorschlag macht, die Wahrscheinlichkeit eines zusätzlichen Kaufs erhöhen.
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Bild 1.9 Der Informationsgehalt von Datenanalysen in Reifegraden in Anlehnung an [TGB20]


Diese vier Analyseebenen durchziehen den gesamten Data-Science-Prozess. Während die unteren Ebenen mit klassischer Statistik arbeiten, erfordern prädiktive und präskriptive Analytik avanciertere Methoden: Erst Data Mining, Machine Learning, Deep Learning und andere KI-Verfahren ermöglichen Vorhersagen und Handlungsempfehlungen – ML/KI transformieren Data Science damit vom Analysewerkzeug zum Entscheidungssystem.

Diese Ebenen sind keine isolierten Schritte, sondern greifen im Data-Science-Prozess ineinander: Die explorative Analyse arbeitet primär deskriptiv und diagnostisch, die Modellierung nutzt prädiktive Verfahren, und die finale Phase mündet in präskriptive Empfehlungen. Hier schließt sich der Kreis zur Definition von Schulz et al., wenn sie „gesellschaftliche Auswirkungen“ betonen – denn Data Storytelling transformiert die technischen Ergebnisse in verständliche Narrative, die Entscheidungsträger befähigen, fundiert und verantwortungsvoll zu handeln [Ric+18].

Werkzeuge in der Data Science (Auswahl)

Die praktische Umsetzung von Data Science stützt sich auf ein umfangreiches Ökosystem spezialisierter Werkzeuge und Infrastrukturen, die verschiedene Phasen des analytischen Prozesses unterstützen:

[image: Image]       Programmiersprachen und interaktive Umgebungen bilden das Fundament der Datenanalyse. Python11) und R12) dominieren als Hauptsprachen, ergänzt durch Notebook-Umgebungen wie Jupyter13), die Code, Dokumentation und Visualisierungen integrieren. Diese Sprachen bieten spezialisierte Bibliotheken für jeden Analyseschritt: Pandas14) und dplyr15) für Datenmanipulation, NumPy16) für numerische Berechnungen, Scikit-learn17) und caret18) für Machine Learning. Die modulare Struktur ermöglicht es, genau die Funktionalitäten zu kombinieren, die für spezifische Aufgaben benötigt werden.

[image: Image]       Datenverwaltung und Big-Data-Verarbeitung stellen die notwendige Infrastruktur bereit. Während relationale Datenbanken wie PostgreSQL19) strukturierte Daten effizient verwalten, bieten NoSQL-Systeme wie MongoDB20) flexible Schemata für unstrukturierte Daten. Für massive Datenvolumina kommen verteilte Frameworks zum Einsatz: Apache Spark21) ermöglicht paralleles Rechnen auf Clustern, Hadoop HDFS22) speichert Petabytes verteilt, und Streaming-Plattformen wie Kafka23) verarbeiten Echtzeitdatenströme. Diese Systeme bilden das Rückgrat für datenintensive Analysen.

[image: Image]       Visualisierung und Business Intelligence demokratisieren den Datenzugang. Business-Intelligence-Plattformen wie Tableau24) und Power BI25) ermöglichen Self-Service-BI, während programmatische Bibliotheken wie Matplotlib26), Seaborn27) oder ggplot228) Kontrolle über jedes visuelle Detail bieten. Frameworks wie Plotly29), Dash30) oder Shiny31) ermöglichen die Erstellung interaktiver Dashboards, die komplexe Analysen unternehmensweit zugänglich machen.

[image: Image]       Machine Learning und Deep Learning Frameworks revolutionieren die Modellentwicklung. TensorFlow32) und PyTorch33) haben die Implementierung neuronaler Netze vereinfacht und unterstützen verteiltes Training auf GPUs und TPUs. Diese Frameworks bieten Zugang zu vortrainierten Modellen wie BERT34) oder Res-Net35) und ermöglichen Transfer Learning, wodurch der Einstieg in komplexe KI-Anwendungen erleichtert wird. Spezialisierte Bibliotheken wie XGBoost36) optimieren klassische Verfahren für strukturierte Daten.

[image: Image]       MLOps und Deployment-Infrastruktur überführen Modelle in produktive Systeme. Docker37) containerisiert Anwendungen und gewährleistet konsistente wie kontrollierbare Laufzeitumgebungen, während Kubernetes38) die Orchestrierung und Skalierung übernimmt. Plattformen wie MLflow39) automatisieren den gesamten ML-Lebenszyklus von der Experimentverwaltung bis zum Modell-Monitoring. CI/CD-Pipelines mit GitLab40) oder GitHub Actions41) automatisieren Tests und Deployments.

[image: Image]       Cloud-Plattformen und AutoML-Services bieten skalierbare Ressourcen ondemand. AWS42), Google Cloud43) und Azure44) stellen nicht nur Rechenleistung und Speicher bereit, sondern auch spezialisierte ML-Services: von automatisiertem Machine Learning (AutoML) über vortrainierte APIs bis zu serverlosen Inferenz-Endpoints. Diese Managed Services reduzieren die Komplexität der Infrastrukturverwaltung und ermöglichen es Teams, sich auf die Modellentwicklung statt auf Operations zu konzentrieren.

Die Auswahl der konkreten Werkzeuge hängt vom jeweiligen Anwendungsfall, den verfügbaren Ressourcen und der im Unternehmen vorhandenen Datenkompetenz ab. Die Kunst besteht darin, aus diesem reichhaltigen Ökosystem die passende Kombination zu wählen und effizient sowie wirtschaftlich zu integrieren.

Abgrenzung und Zusammenspiel mit Big Data und anderen Analytics-Ansätzen

Big Data und Data Science adressieren unterschiedliche Aspekte: Big Data fokussiert eher auf die technologische Bewältigung der drei Vs: Volume (Datenmenge), Velocity (Geschwindigkeit) und Variety (Vielfalt). Verteilte Systeme, NoSQL-Datenbanken und Stream-Processing-Tools lösen Infrastrukturprobleme, die mit den Big-Data-Herausforderungen einhergehen.

Data Science hingegen extrahiert aus diesen Datenmengen Erkenntnisse. Sie kombiniert Statistik, Informatik und Domänenwissen [KT18], um prädiktive Modelle zu entwickeln und Handlungsempfehlungen abzuleiten. Die Beziehung ist symbiotisch: Big Data stellt die technische Infrastruktur, skalierbare Pipelines und Repositories, bereit und fungiert somit als „Enabler“. Data Science transformiert diese Datenbasis in geschäftlichen Mehrwert. Ohne Big-Data-Infrastruktur fehlt die Grundlage, ohne Data Science bleibt das Potenzial ungenutzt.

Tabelle 1.2 fasst wesentliche Unterschiede anhand ausgesuchter Merkmale zusammen – die Tabelle wurde mit Google Gemini erstellt.


Tabelle 1.2 Big Data vs. Data Science im Vergleich




	Aspekt

	Big Data

	Data Science




	Primäres Ziel

	Effiziente Speicherung, Verarbeitung und Verwaltung großer Datenmengen.

	Extraktion umsetzbarer Erkenntnisse und Wissen aus Daten.




	Fokus

	Infrastruktur, Datenarchitektur, Skalierbarkeit (Volume, Velocity, Variety).

	Analytische Methoden, statistische Modelle, Algorithmen.




	Aufgaben

	Datenerfassung, -speicherung, -verarbeitung, ETL-Pipelines.

	Datenanalyse, prädiktive Modellierung, maschinelles Lernen, Interpretation.




	Datenfokus

	Rohe, unstrukturierte, semistrukturierte und strukturierte Daten.

	Verarbeitete und bereinigte Daten, für die Analyse vorbereitet.




	Ergebnis

	Zugängliche und performante Daten-Repositories.

	Vorhersagemodelle, umsetzbare Erkenntnisse, strategische Empfehlungen.








Bild 1.10 verankert Data Science als interdisziplinäre Wissenschaft, die verschiedene Analysedisziplinen unter einem gemeinsamen Rahmen vereint. Die methodische Vielfalt auf der untersten Ebene entspringt praktischen Notwendigkeiten: Unterschiedliche Datenstrukturen, Formate und Anforderungen erfordern jeweils spezialisierte Ansätze.

Business Intelligence (BI) unterstützt datengestützte Entscheidungen im Unternehmen durch Dashboards, Reports und mehrdimensionale Analysen. Statistik liefert das mathematische Fundament – sie testet Hypothesen, quantifiziert Zusammenhänge und macht Unsicherheiten messbar. Data Mining durchsucht große Datenbestände automatisiert nach verborgenen Mustern und Anomalien. Text und Web Mining erschließen Informationen aus Dokumenten, sozialen Medien und Online-Quellen. Big-Data-Technologien bewältigen massive Datenvolumina durch verteilte Verarbeitung und skalierbare Speichersysteme. Künstliche Intelligenz und Machine Learning lernen aus Daten, treffen Vorhersagen und ermöglichen neue Anwendungen – von Recommendation-Systemen bis zu autonomen Fahrzeugen.

Diese scheinbar getrennten Disziplinen arbeiten in der Praxis integriert zusammen. Ein typischer Anwendungsfall: Ein Einzelhandelsbetrieb entdeckt durch BI-Reports sinkende Verkaufszahlen. Statistische Tests untersuchen, welche Produktgruppen oder Standorte signifikant vom Durchschnitt abweichen. Zeigen konventionelle Analysen keine klaren Ursachen, durchsuchen Data-Mining-Algorithmen Transaktions-, Wetter- und demografische Daten nach Korrelationen. Machine-Learning-Modelle prognostizieren dann zukünftige Entwicklungen und leiten Handlungsoptionen ab.

Die mittlere Ebene der Grafik verdeutlicht die Domänenvielfalt von Data Science. Business Analytics stellt die Anwendung im wirtschaftlichen Kontext dar – Chen et al. formulieren: „BI&A [Business Intelligence & Analytics] is data science in business“ [CCS12]. Daneben existieren vergleichbare Anwendungen in Medizin, Landwirtschaft und weiteren Feldern. Trotz domänenspezifischer Anforderungen bleiben die methodischen Grundlagen identisch.

Knowledge Discovery als vertikale Klammer definiert das gemeinsame Ziel: die systematische Erkenntnisgewinnung aus Daten. Dieser Prozess durchzieht alle Anwendungsbereiche – sei es die Suche nach Therapieansätzen in Genomdaten, die Identifikation von Kundensegmenten oder die Analyse von Produktionsengpässen mittels Process Mining. Knowledge Discovery ist dabei mehr als reine Datenanalyse – darunter fällt auch, Ergebnisse kritisch zu bewerten, sie in den fachlichen Kontext einzuordnen und in praktikable Handlungen zu überführen.

Data Science erfordert das Zusammenspiel von Technologie, Methodik und Domänenexpertise. Die praktische Herausforderung liegt darin, für konkrete Fragestellungen die geeigneten Werkzeuge auszuwählen und diese fachgerecht einzusetzen. Nur durch diese Integration entsteht aus Daten verwertbares Wissen.
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Bild 1.10 Data Science als Oberbegriff [But23]


Anwendungsbereiche in der Praxis nach Sektoren

Data Science mit Big Data transformiert nahezu jede Branche durch die Analyse von Daten zur Optimierung von Prozessen und Entwicklung neuer Produkte. Eine Übersicht von Anwendungsfällen findet sich etwa bei Marr [Mar20], Provost et al. [PF17] oder Seiter [Sei19]. Die folgenden Bereiche illustrieren die Bandbreite praktischer Anwendungen:

[image: Image]       Gesundheitswesen und Pharma: Algorithmen des maschinellen Lernens analysieren medizinische Bilder wie Röntgenaufnahmen und CT-Scans zur Erkennung von Anomalien und unterstützen Radiologen bei schnelleren Diagnosen. Die Arzneimittelentwicklung nutzt genetische Daten und klinische Studien zur Identifikation potenzieller Wirkstoffkandidaten. Durch die Auswertung von Genomsequenzen, Lebensstil und Krankengeschichte entstehen personalisierte Behandlungspläne, die individuelle Therapieoptionen ermöglichen.

[image: Image]       Finanzsektor: Data-Science-Modelle bewerten Kreditwürdigkeit durch Analyse von Kredithistorie, Einkommen und Ausgabeverhalten, was präzisere Risikoeinschätzungen ermöglicht. Machine-Learning-Algorithmen erkennen Betrugsversuche in Echtzeit, indem sie normale Transaktionsmuster lernen und bei Anomalien Alarm schlagen. Im algorithmischen Handel analysieren Systeme kontinuierlich Marktdaten und führen Trades in Millisekunden aus, basierend auf komplexen Vorhersagemodellen.

[image: Image]       E-Commerce und Einzelhandel: Die Analyse von Kaufhistorie, Demografie und Online-Verhalten ermöglicht präzise Kundensegmentierung für personalisierte Marketingkampagnen. Recommender-Systeme analysieren vergangenes Kundenverhalten und schlagen relevante Produkte vor, was Conversion-Raten und Kundenzufriedenheit steigert. Dynamische Preismodelle optimieren Erlöse unter Berücksichtigung von Nachfrage, Wettbewerb und Lagerbeständen in Echtzeit.

[image: Image]       Automobilindustrie und Mobilität: Autonome Fahrzeuge nutzen Deep-Learning-Algorithmen zur Analyse von Sensordaten aus Kameras, Radar und Lidar für sichere Navigationsentscheidungen. Predictive Maintenance analysiert Telemetriedaten, um Ausfälle vorherzusagen und Wartungsintervalle zu optimieren. In der Produktion verbessern Data-Science-Modelle die Effizienz von Fertigungsstraßen und reduzieren Ausschussraten durch Echtzeitqualitätskontrolle.

[image: Image]       Logistik und Supply Chain: Routenoptimierung nutzt Algorithmen, die Verkehrsdaten, Wetterbedingungen und Lieferfenster berücksichtigen, um Transportkosten zu minimieren. Das Supply-Chain-Management analysiert Datenströme zur Identifikation von Engpässen und Optimierung von Lagerbeständen. Demand Forecasting prognostiziert zukünftige Nachfrage basierend auf historischen Daten, Saisonalität und externen Faktoren.

[image: Image]       IT-Sicherheit und Infrastruktur: SIEM-Systeme (Security Information and Event Management) analysieren Protokolldaten zur Erkennung von Sicherheitsvorfällen und nutzen Machine Learning für die Identifikation anomaler Muster. Predictive Analytics für IT-Infrastruktur verhindert Ausfälle durch frühzeitige Erkennung von Performance-Degradation. Automatisierte Threat Intelligence aggregiert und analysiert globale Bedrohungsdaten zur proaktiven Abwehr von Cyberangriffen.

Diese Beispiele zeigen nur einen Ausschnitt der Anwendungsmöglichkeiten. Mit fortschreitender technologischer Entwicklung entstehen kontinuierlich neue Einsatzgebiete für Data Science.

Zusammenfassung

Die Komplexität von Data Science verdeutlicht Bild 1.11 als integriertes System [Han+18]. Die Grafik positioniert Data Science als Oberbegriff bzw. Klammer für alle Disziplinen, die sich mit der systematischen Wertschöpfung aus Daten befassen – von der Sammlung über die Analyse bis zur Interpretation.

Data Science basiert auf mehreren zentralen „Säulen“ (Bild 1.11):

[image: Image]       Personal: Die Grafik zeigt für diese Kategorie bewusst ein breites Rollenspektrum, das über den oft genannten Data Scientist hinausgeht. Data Engineers bauen die Daten-Pipelines, Data Architects entwerfen die Systemarchitektur, Business Analysts übersetzen zwischen Fach- und IT-Abteilung, während Data Stewards für Governance und Qualität verantwortlich sind. Diese Rollenvielfalt unterstreicht Data Science als „interdisziplinäres Fachgebiet“ und verdeutlicht gleichzeitig organisatorische Herausforderungen: Die Einführung datengetriebener Prozesse erfordert Change Management, neue Karrierepfade und oft einen kulturellen Wandel von der „Bauchentscheidung“ zur evidenzbasierten Führung [Sei19].

[image: Image]       Werkzeuge: Von Programmiersprachen (Python, R, Java) über spezialisierte Software bis zu Cloud-basierten Analytics-Umgebungen – diese Vielfalt unterstützt nicht nur sämtliche Prozesse im Kontext der Datenanalyse, sondern macht auch eine teamübergreifende Zusammenarbeit auf Basis von Daten möglich.

[image: Image]       Daten: Diese Säule umfasst nicht nur Datenquellen und -typen, sondern auch Governance-Aspekte wie Metadaten und Datensicherheit – was sich in Summe unter „Datenmanagement“ fassen lässt. Hierbei spielt die Datenqualität eine besonders große Rolle, da fehlerhafte Daten unweigerlich zu falschen Ergebnissen führen.

[image: Image]       Methoden: Mathematik, Statistik und KI-Algorithmen bilden das methodische Rückgrat der „Analyseverfahren“, die in vielen Data-Science-Definitionen zum Ausdruck kommen. Visualisierung und Storytelling übersetzen technische Ergebnisse in verständliche Erkenntnisse – essentiell für die praktische Nutzbarkeit.

[image: Image]       IT-Ressourcen: Von lokaler Infrastruktur über Cloud Computing bis zu verteilten Systemen – diese technologische Basis ermöglicht erst die Skalierung von Data Science auf unternehmensweite oder gesellschaftliche Problemstellungen.

Diese operativen Komponenten funktionieren nur im Kontext der drei übergeordneten Rahmenbedingungen. Die Ethik und Data Governance stellt sicher, dass gesellschaftliche Auswirkungen berücksichtigt werden – algorithmische Fairness, Datenschutz und Transparenz sind keine optionalen Zusätze, sondern integraler Bestandteil verantwortungsvoller Data Science [VB21]. Die Geschäftsmodelle und Unternehmensstrategie definieren, wie aus Erkenntnissen wirtschaftlicher Mehrwert entsteht: Dient Data Science der Prozessoptimierung, der Produktinnovation oder der Erschließung neuer Märkte? Das Domänenwissen gewährleistet, dass Analysen fachlich relevant und korrekt interpretiert werden – ein Gesundheitsdatenanalyst benötigt medizinisches Verständnis, ein Finanzanalyst regulatorisches Wissen.

Bild 1.11 verdeutlicht damit, dass Data Science weder rein technische Disziplin noch isolierte Methodenlehre ist, sondern ein Zusammenspiel technischer, organisatorischer, rechtlicher, wirtschaftlicher und ethischer Aspekte erfordert. Erst diese ganzheitliche Perspektive ermöglicht es, aus Daten verantwortungsvoll und nachhaltig Wert zu schöpfen.
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Bild 1.11 Data Science mit seinen Abhängigkeiten in Anlehnung an [Han+18]


	1.4	Neue Rollen und Tätigkeitsfelder


Wer arbeitet mit Big Data und führt Analysen durch? Je nach Akteur bzw. Stakeholder gibt es unterschiedliche Perspektiven. Für die Ökonomen unter uns (z. B. Studierende von „Bindestrichstudiengängen“ wie beispielsweise der Wirtschaftsinformatik) lässt sich die Big-Data-Welt zudem in Bezug auf die Wertschöpfung darstellen. Bild 1.12 zeigt eine umgedrehte Pyramide, die als Trichter interpretiert werden kann: Rohdaten liegen in der obersten Schicht, während Werte und Entscheidungen in der untersten Schicht entstehen. Die dazwischenliegenden Schichten sind essenziell, um diesen Prozess zu ermöglichen. Jede Schicht dient den Interessen verschiedener Rollen und Themenbereiche. Im Folgenden betrachten wir eine Auswahl unterschiedlicher Akteure mit variierenden Verantwortlichkeiten im Big-Data-Kontext.

Die strategische Bedeutung von Daten für Geschäftsmodelle sowie datengetriebene Produkte und Dienstleistungen hat in den letzten Jahren zahlreiche neue Berufsfelder entstehen lassen [Alb22; Han+18]. Die Anforderungen an diese Berufe entwickelten sich aus der Praxis heraus und variieren je nach Unternehmen und Branche erheblich.
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Bild 1.12 Wertschöpfung in der Big-Data-Welt


Data Scientist

Besonders bekannt im Analytics-Umfeld ist das Berufsbild des Data Scientist. Davenport und Patil prägten 2012 im Harvard Business Review die vielzitierte Bezeichnung „sexiest job in the 21st century“ [DP12]. Publikation dieser Art sowie der Erfolg KI-basierter Anwendungen ab 2015 verschafften dem Beruf große öffentliche Aufmerksamkeit. Andere datenfokussierte Berufe gerieten dadurch in den Hintergrund, während der Data Scientist einen regelrechten Hype erfuhr. Diese Entwicklung verklärte das Berufsbild allerdings auch, sodass es oft mit Klischees behaftet ist oder unrealistischen Erwartungen begegnet.

Data Scientists analysieren große Datenmengen, um Muster, Trends und Zusammenhänge zu erkennen, die Unternehmen nutzen können. Sie verwenden dabei Methoden und Techniken aus Statistik, Informatik und Mathematik. Data Scientists entwickeln Vorhersagemodelle zur Prognose zukünftiger Ergebnisse und sind an der Entwicklung neuer Datenprodukte oder -lösungen beteiligt [Alb22; Han+18].

Bild 1.13 veranschaulicht die erforderlichen Kompetenzbereiche: Zentral sind Kenntnisse aus Mathematik, Statistik und Informatik, ergänzt durch fachspezifisches Domänenwissen. Diese Kompetenzkombination ist erforderlich, da das Aufgabenspektrum über das Zusammenführen und Bereinigen von Daten sowie die Entwicklung von Machine- oder Deep-Learning-Modellen hinausgeht. Die Interpretation der Daten aus dem jeweiligen Anwendungsbereich und die Generierung wirtschaftlichen Nutzens aus den Analyseergebnissen gehören ebenfalls zu den Kernaufgaben [Las18].
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Bild 1.13 Typisches Kompetenzprofil eines Data Scientist [Las18]


Unternehmensspezifische Anforderungen erweitern diese Kernkompetenzen erheblich. Data Scientists benötigen Kenntnisse der jeweiligen Analytics-Infrastrukturen, Datenbanksysteme und Umgebungen zur Datenspeicherung und -verarbeitung. Sie müssen die im Unternehmen verwendeten Programmiersprachen beherrschen und mit dem spezifischen Analytics-Toolset umgehen können. Ein solides Verständnis von Datenstrukturen, Datenbanksystemen und Datenmodellen gehört zu den Grundvoraussetzungen. Erfahrungen in agiler Softwareentwicklung und Kenntnis der entsprechenden Rollen erleichtern die Zusammenarbeit erheblich.

Data Scientists müssen außerdem das Geschäftsmodell und die Strategie ihres Unternehmens verstehen. Nur dann können sie datengetriebene Produkte und Dienstleistungen entwickeln, die zur Unternehmensstrategie passen. Gleichzeitig müssen sie die gesetzlichen Regularien im Umgang mit personenbezogenen Daten kennen und ethische Grenzen der Datenanalyse reflektieren.

Neben diesen fachlichen Qualifikationen spielen „weiche“ Kompetenzen eine wichtige Rolle. Kreativität hilft, innovative Anwendungsmöglichkeiten für Daten zu entdecken und neue Geschäftsmodelle zu entwickeln. Data Scientists müssen ihre Ergebnisse zielgruppengerecht aufbereiten und verständlich kommunizieren können – nur so entsteht eine datengetriebene Unternehmenskultur, die nicht auf wenige Experten beschränkt bleibt.

Bestimmte Persönlichkeitsmerkmale erleichtern die Arbeit als Data Scientist erheblich. Neugier und kontinuierliche Lernbereitschaft helfen, mit den rasanten technischen und fachlichen Entwicklungen Schritt zu halten. Selbstmotivation und Frustrationstoleranz sind wichtig, weil Modelle oft nicht die erhofften Ergebnisse liefern und Datenanalysen nicht immer zu spektakulären Erkenntnissen führen. Viele Tätigkeiten bestehen zudem aus Routineaufgaben: Daten sammeln, zusammenführen und „verschmutzte“ Datensätze bereinigen gehören zum Alltag.

Bei all diesen Anforderungen darf nicht vergessen werden: Data Scientists arbeiten in interdisziplinären Teams. Diese Teams erzielen nur dann gute Ergebnisse, wenn alle Mitglieder wertschätzend zusammenarbeiten und ihre jeweiligen Stärken einbringen. Data Scientists sind nicht allein für den Erfolg von Analytics-Projekten verantwortlich – auch wenn sie zweifellos einen integralen Bestandteil des Projektteams bilden.

Data Engineer

Während Data Scientists im „Rampenlicht“ stehen, bleiben Data Engineers oftmals im Hintergrund und ihr Aufgabenfeld ist der breiten Öffentlichkeit weniger bekannt – obwohl ihre Rolle für erfolgreiche Analytics-Projekte genauso wichtig ist.

Data Engineers entwickeln, bauen und warten die Infrastrukturen und Systeme, mit denen Unternehmen große Datenmengen verarbeiten. Sie nutzen dafür verschiedene Tools und Technologien aus Informatik und Datenverarbeitung. Data Engineers sorgen dafür, dass Daten für Analysen aufbereitet und bereitgestellt werden. Sie stellen sicher, dass die Infrastrukturen leistungsfähig sind und zuverlässig funktionieren [Alb22].

Zu ihren Aufgaben gehört es, Hardware- und Software-Infrastruktur aufzubauen, zu warten und zu überwachen. Sie müssen außerdem das gesamte System sichern, stabilisieren und gegen Fremdzugriffe schützen. Data Engineers setzen die gesetzlichen Datenschutzvorgaben technisch um und überwachen die dafür erforderlichen technischen Mechanismen. Ohne leistungsfähige und performante IT-Infrastruktur sowie funktionierende Daten-Pipelines könnten Unternehmen große Datenmengen nicht analysieren.

Data Engineers sammeln Daten, bereiten sie auf und stellen sie „Datenkonsumenten“ zur Verfügung [Lub22]. Diese Datenkonsumenten können Data Scientists sein oder andere Mitarbeitende, die für Business Analytics oder Business Intelligence verantwortlich sind. Data Engineers haben somit eine Schlüsselrolle: Sie müssen die benötigten Daten im richtigen Format, in der erforderlichen Qualität und im passenden Umfang rechtzeitig bereitstellen. Damit verantworten sie auf operativer Ebene das funktionierende Informationsmanagement im Unternehmen.

Für diese Tätigkeiten müssen Data Engineers Daten-Pipelines erstellen, Datenbanken aufbauen und abfragen sowie Cloud-basierte Infrastrukturen bedienen können. Sie müssen mit ETL-Tools Daten bereinigen und transformieren können. Data Engineers benötigen daher umfangreiches Wissen über Datenverarbeitung, Datenspeicherung und Dateninfrastrukturen [Lub22].

Data Engineers arbeiten oft in interdisziplinären Teams mit Data Scientists zusammen. Während Data Engineers sich hauptsächlich um die technische Seite der Datenverarbeitung kümmern, konzentrieren sich Data Scientists auf die Analyse der Daten. Beide Rollen ergänzen sich und sind für den Erfolg von Analytics-Projekten unverzichtbar.

Data Architect

Die Rollen von Data Architect und Data Engineer überschneiden sich häufig, lassen sich aber dennoch unterscheiden. Data Architects konzipieren und bauen ganzheitliche Datenarchitekturen auf, während Data Engineers sich stärker um die operative Datenversorgung kümmern [LN19b].

Data Architects verantworten, wie Unternehmen ihre Datenspeichersysteme konzipieren und aufbauen. Sie sorgen dafür, dass Daten in zweckmäßiger Form vorliegen und das Unternehmen alle Compliance-Vorgaben einhalten kann. Wenn Data Architects Datenarchitekturen entwerfen, müssen sie besonders auf Compliance und Data Governance achten. Sie setzen sich intensiv mit Datenschutzbestimmungen und -vorschriften auseinander und stellen sicher, dass das Unternehmen diesen folgt.

Data Architects entwickeln Datenmodelle und -strukturen, die zu den Unternehmensanforderungen passen. Diese Modelle sollen die Integrität und Sicherheit der Daten gewährleisten. Data Architects integrieren außerdem Daten aus verschiedenen Quellen und achten darauf, dass diese Daten über alle Systeme hinweg konsistent gehalten werden.

Während Data Engineers Daten-Pipelines bauen und betreiben, gestalten Data Architects die übergeordnete Architektur. Sie legen fest, wie Daten durch das Unternehmen fließen sollen, welche Standards gelten und wie verschiedene Systeme zusammenspielen. Beide Rollen ergänzen sich: Data Architects schaffen den konzeptionellen Rahmen, den Data Engineers technisch umsetzen.

Data Steward

Unternehmen können nur dann aussagekräftig analysieren und nachvollziehbar entscheiden, wenn ihre Daten qualitativ hochwertig und verlässlich sind. Viele Unternehmen wissen jedoch nicht genau, welche Daten sie besitzen, was diese Daten inhaltlich bedeuten oder wer für deren Qualität verantwortlich ist. Erschwerend kommt hinzu, dass Daten oft in „Datensilos“ abgelegt werden und kaum mit anderen Datenbeständen integriert sind. Dies erschwert es, das Unternehmen zu planen und zu steuern. Außerdem können Unternehmen ihre Daten nicht übergreifend auswerten und kritische Sachverhalte aus unterschiedlichen Perspektiven analytisch beleuchten.

Ohne funktionierendes Datenmanagement können Unternehmen aus ihren Daten kein nützliches Wissen schöpfen oder diese für „smarte“ Produkte und Dienstleistungen nutzen. Sie verlieren dadurch wichtige Wettbewerbsvorteile und riskieren, die digitale Transformation nicht bewältigen zu können – sei es bei Prozessveränderungen oder bei der Anpassung von Geschäftsmodellen.

Data Stewards übernehmen daher vielfältige Aufgaben: Sie verwalten Dateninhalte mithilfe von Metadaten, überwachen die Datenqualität und entwickeln Datenstandards sowie -policies. Sie klassifizieren Daten nach ihrer Vertraulichkeit und achten darauf, dass das Unternehmen Datenschutzgesetze und -vorschriften einhält. Data Stewards begleiten Daten durch ihren gesamten Lebenszyklus – von der Erzeugung bis zur Archivierung oder Löschung.

Data Stewards stellen sicher, dass Daten qualitativ hochwertig, integer und sicher sind. Sie schaffen damit das notwendige Vertrauen in eine ordnungsgemäße Datenhaltung und -analyse, die mit den geltenden Compliance- und Data-Governance-Richtlinien übereinstimmt. Dies stärkt das Vertrauen von Partnern und Kunden in die Kompetenz des Unternehmens. Ohne diese Maßnahmen bleiben Zweifel bestehen, ob Analyseergebnisse auf korrekten Daten basieren. Es entstehen zeitraubende Diskussionen im Unternehmen, die Umsetzungen blockieren.

Aus diesen Anforderungen ergeben sich die zentralen Aufgaben eines Data Stewards: Sie identifizieren die zu managenden Daten und Datenquellen, analysieren die Qualität von Daten und Metadaten, beheben Datenprobleme und beantworten Fragen zur Datenqualität [LN19a].

Data Stewards benötigen ein breites Kompetenzprofil. Sie müssen sich mit Datenbanktechnologien, Data Warehousing, Cloud-basierten Analytics-Infrastrukturen, Abfragesprachen sowie BI- und Reporting-Werkzeugen auskennen. Sie müssen komplexe Abläufe verständlich modellieren und dokumentieren können. Wichtig sind auch juristische Kenntnisse, besonders zu Datenschutzgesetzen und -vorschriften.

Wie in anderen datenfokussierten Berufen spielen auch bei Data Stewards „weiche“ Fähigkeiten eine wichtige Rolle. Sie müssen gut kommunizieren können, im Team arbeiten und empathisch sein – nur so können sie die notwendigen Qualitätsmaßnahmen im Unternehmen reibungslos einführen.

Business Analyst

Das Berufsfeld Business Analyst lässt sich nicht eindeutig abgrenzen und variiert stark je nach Unternehmen und Branche. Business-Analysten arbeiten oft an ähnlichen Aufgaben wie BI-Analysten, wobei sich beide Rollen häufig überschneiden. Business-Analysten bewegen sich an der Schnittstelle von Technik, IT und Betriebswirtschaft.

Business-Analysten sind oft Generalisten, die verschiedene Bereiche verbinden. Sie kombinieren betriebswirtschaftliche Kenntnisse mit datenanalytischen Fähigkeiten. Häufig nehmen sie bestehende Geschäftsprozesse in Unternehmen oder Organisationen auf und verbessern diese. Sie untersuchen Geschäftsmodelle, Geschäftsprozesse und IT-Systeme, um Schwachstellen zu finden und Verbesserungsmöglichkeiten zu identifizieren.

Für ihre Arbeit nutzen Business-Analysten verschiedene Methoden wie Business Process Modeling (BPM)45), um Prozesse zu modellieren und zu optimieren. Sie sammeln Anforderungen von verschiedenen Stakeholdern – Mitarbeitern, Kunden oder Lieferanten – und erstellen daraus Anforderungsdokumente. Diese Dokumente bilden die Basis, wenn Unternehmen Software oder andere Lösungen entwickeln.

Business-Analysten müssen Unternehmen fundiert analysieren können. Sie müssen komplexe Prozesse verstehen, strukturieren und verbessern. Dafür sammeln sie Daten aus unterschiedlichen Quellen, bereiten diese auf und analysieren sie mit BI-Werkzeugen. Die Ergebnisse stellen sie dann verständlich dar. Je nachdem, wo ihr Schwerpunkt liegt, benötigen sie auch tiefe Kenntnisse in Prozessmodellierung, -analyse und Process Mining.

Business-Analysten arbeiten in interdisziplinären Teams und haben viele Berührungspunkte mit IT und Data Science. Oft übersetzen sie zwischen diesen „getrennten Welten“. Sie müssen daher die Grundlagen der Datenanalytik und die entsprechenden Technologien verstehen.

Wie andere datenfokussierte Berufe erfordern auch Business-Analysten „weiche“ Fähigkeiten. Sie müssen gut kommunizieren können, im Team arbeiten und empathisch sein. Nur so können sie erfolgreich zwischen Fachbereichen, Technik und Datenanalytik vermitteln.

Data Analyst/BI Analyst

Data Analyst ist ein Berufsfeld mit breitem Tätigkeitsspektrum, das Unternehmen in Stellenausschreibungen genauer spezifizieren müssen. Eine spezielle Ausprägung ist der BI Analyst oder auch BI Expert. BI-Analysten sammeln Daten, bereiten sie auf und visualisieren Ergebnisse fachgerecht. Ihre Tätigkeiten folgen den typischen Phasen datengetriebener Projekte, wofür Vorgehensmodelle wie das CRISP-DM-Modell eine gute Orientierung bieten.

Je nach Berufserfahrung übernehmen BI-Analysten unterschiedliche Aufgaben. Berufsanfänger bereiten Daten für Fachabteilungen oder Führungskräfte auf und erstellen aussagekräftige Berichte oder Dashboards. Erfahrene BI-Analysten suchen selbstständig nach Verbesserungsmöglichkeiten für das laufende Geschäft oder leiten als Fachkräfte Analytics-Teams mit Personalverantwortung.

Für fortgeschrittene Analysen erhalten BI-Analysten vollständigen Zugriff auf das interne Data Warehouse. Mit Self-Service-BI-Werkzeugen suchen sie nach Mustern in den Daten oder entwickeln eigene Modelle, beispielsweise für Prognosen. Sie bauen analytische Datenmodelle für multidimensionale Analysen auf, warten und betreuen diese. Außerdem etablieren sie unternehmensweite Reportingsysteme und organisieren die Berichtsverteilung.

BI-Analysten gestalten auch das Informationsdesign der Berichte und Analyseergebnisse unternehmensweit. Sie stellen Richtlinien für die Standardisierung auf und überwachen deren Einhaltung. Mit wachsender Berufserfahrung und steigenden Fähigkeiten arbeiten sie zunehmend autonom.

Neben dem „klassischen“ Business Intelligence können sich BI-Analysten in das Wachstumsfeld Big-Data-Analytics einarbeiten oder Kenntnisse in Machine Learning und Deep Learning erwerben. Hier überschneiden sich die Aufgaben von Data Scientists und BI-Analysten zunehmend.

BI-Analysten benötigen verschiedene Kompetenzen: Sie müssen Abfragesprachen beherrschen und Grundkenntnisse über Datenbanken und Datenhaltung besitzen. Besonders wichtig sind fundierte Kenntnisse in Tabellenkalkulationsprogrammen und speziell in BI-Plattformen. Sie müssen mit Cloud-basierten Analytics-Umgebungen arbeiten und Visualisierungstechniken beherrschen.

	1.5	Erwartungsmanagement


Wir verfolgen die Grundidee, technologie-agnostisch zentrale Big-Data-Konzepte zu vermitteln und fokussieren uns daher auf Open-Source-Produkte, die für alle Interessierten frei zur Verfügung stehen. Mit diesen können wir die ersten Schritte in der Analyse von großen Datenmengen angehen, ohne in die teilweise komplizierten und oft teuren Abomodelle von Cloud-Anbietern eintauchen zu müssen. Wo möglich und sinnvoll, verweisen wir natürlich auf ähnlich gelagerte Angebote der großen sogenannten Hyperscaler.

Ferner ist uns ein breiter Überblick mit den wichtigsten Punkten, soliden Grundlagen und praktischen Beispielen wichtiger als ein zu tiefes Abtauchen in einzelne Technologien. Letzteres würde den Rahmen bei Weitem sprengen, schließlich gibt es bereits für nahezu jedes Big-Data-Framework oder jede NoSQL-Datenbank spezifische Bücher mit selbst oft mehreren hundert Seiten. Entsprechend verweisen wir für eine größere Tiefe gegebenenfalls auf passende Fachliteratur.

Nach Möglichkeit wollen wir Ihnen, liebe Leserinnen und Leser, zu den vorgestellten Werkzeugen und Frameworks zwar lauffähige Beispiele bei GitHub46) an die Hand geben, können aus Gründen der Praktikabilität jedoch gewöhnlich nicht zeigen, wie die oft komplexen Systeme in der Praxis hochskalierbar aufgesetzt werden. Zur Erreichung optimaler Performance mit komplexen verteilten Systemen on-premise sind auch heute noch oft genug umfangreiche Unterstützungsmaßnahmen durch die Hersteller oder erfahrene Consultants nötig, sodass diese Aufgabe den Rahmen dieses Buches ebenfalls bei Weitem sprengen würde.

Praktischerweise gelingt die skalierbare Nutzung von Big-Data-Plattformen heute auch meist – zumindest gegen entsprechende Bezahlung – über die „elastischen“ Clouds der zuvor genannten Hyperscaler (sog. Platform as a Service (PaaS)). Auch der neueste Trend des sogenannten serverless47) Computing verspricht hier eine deutlich einfachere Verteilung und Skalierbarkeit von Systemen, als das in den Anfangsjahren von Big Data möglich war.

Unser Fokus liegt also klar darauf, Ihnen einen Leitfaden zur Entwicklung Ihres eigenen mentalen „Big Picture“ der Big-Data-Verarbeitung an die Hand zu geben. Wie genau wir das angehen möchten, haben wir im übernächsten Abschnitt zusammengefasst. Zuvor möchten wir Ihnen noch ein Gefühl dafür vermitteln, welche Voraussetzungen Sie mitbringen sollten, um unseren Ausführungen im Rest des Buches folgen zu können.

	1.6	Voraussetzungen


Zum Verständnis der Inhalte dieses Buches setzen wir stabile Grundkenntnisse in der (objektorientierten) Programmierung sowie zumindest Grundkenntnisse im Umgang mit der Linux-Kommandozeile voraus. Zwar lassen sich viele Systeme heute auch auf Windows und/oder mit grafischen Benutzeroberflächen betreiben, der Standard zum schnellen Einstieg sind aber meistens Docker-Container oder über die Kommandozeile auszuführende Programme. Hilfreich für ein tieferes Verständnis der gezeigten Beispiele ist zudem zumindest ein solides Grundwissen aus dem Bereich der Data Science, entsprechend wird das Buch an einigen Stellen auch mit einem guten mathematischen Grundverständnis leichter zu erfassen sein. Ähnliches gilt auch für weitere Grundlagen aus der Softwaretechnik, wie sie beispielsweise von Craig Larman [Lar04] beschrieben werden. Diese Voraussetzungen sollten in grundständigen Informatik-Studiengängen ungefähr in den ersten drei bis vier Semestern vermittelt worden sein, sodass unser Werk etwa ab dem 4. Semester eines Bachelorstudiums oder mit vergleichbaren Kenntnissen gut verwendbar sein sollte. Wir haben uns nichtsdestotrotz bemüht, uns nicht hinter Floskeln wie „die Lösung dieser Aufgabe sei der Leserschaft zur Übung überlassen“ zu verstecken, auch wenn es mal etwas komplizierter werden sollte, sondern erklären lieber einige Hintergründe mehr als zu wenige, um dem Anspruch, ein gut nachvollziehbares, leicht verständliches und praxisnahes Lehrbuch zu gestalten, gerecht zu werden.

Der ewig frischen „Auseinandersetzung“ um die beste Programmiersprache möchten wir insoweit aus dem Wege gehen, als wir versucht haben, Codebeispiele in der im jeweiligen Kontext populärsten Sprache bzw. der Sprache des jeweiligen Frameworks anzugeben. Wo möglich, haben wir uns zudem die Mühe gemacht, noch Beispiele in einer zweiten Sprache zu hinterlegen. Wenn diese im Buch aus Platzgründen nicht mehr unterzubringen waren, haben wir sie im bereits genannten GitHub-Repository zum Buch hinterlegt48). Nicht zuletzt eröffnet die immer weitere Verbreitung von immer besseren KI-Sprachmodellen natürlich auch immer bessere Möglichkeiten, Codebeispiele in die persönliche Lieblingssprache übertragen zu lassen.

Um einen technisch möglichst einfachen Zugang zu den verschiedenen vorgestellten Systemen zu ermöglichen, setzen wir oft auf Docker49). Docker erlaubt es, eine Art schlanker virtueller Maschine (VM), sogenannte Container, auf jedem Computer mit installierter Docker-Engine komfortabel zu starten, sodass es sich in den letzten Jahren zum Quasistandard entwickelt hat. Im Gegensatz zu einer echten VM benötigt Docker keine Virtualisierungsschicht (sog. Hypervisor), sondern läuft direkt auf dem Host-Betriebssystem, was deutlich beim Einsparen von Ressourcen hilft. Wo verfügbar werden wir daher bei der Vorstellung von Frameworks oder Datenbanken auch immer das passende Docker-Image zum Herunterladen angeben und es für unsere Beispiele verwenden. Docker ist im Big-Data-Umfeld auch deshalb nicht mehr wegzudenken, weil sich seine Verwendung auch im Cloud-Umfeld durchgesetzt hat. Skalierbare Big-Data-Anwendungen in der Cloud werden heute meist über Kubernetes oder vereinzelt auch noch über Apache Mesos orchestriert und verwaltet. Für nicht besonders komplexe Aufgaben kommen immer wieder auch Docker Compose und Docker Swarm zum Einsatz.

Wir haben über die üblichen Literaturangaben hinaus zu allen freien Tools die Links zu ihren Projektseiten angegeben, wo entsprechende Binaries und oft auch einbindbare Libraries zu finden sind. Diese haben wir bei Drucklegung zum Jahresende 2025 nochmals sorgfältig überprüft, um sicherzustellen, dass alle im Buch genannten Links auch abrufbar waren. Annotationen mit „abgerufen am“ bei der Angabe von Links haben wir uns daher aus ästhetischen Gründen gespart. Leider garantiert auch diese Überprüfung natürlich nicht, dass alle Webseiten in einigen Jahren noch genauso zur Verfügung stehen. In diesem Fall können eventuell das Internet Archive50) oder die Suchmaschine Ihres Vertrauens helfen, die passenden Informationen doch noch zu finden.

	1.7	Überblick


Dieses Buch gliedert sich in 19 Kapitel, die wir in fünf Hauptteile unterteilt haben: Grundlagen, Datenhaltung, Datenverarbeitung, Praktische Umsetzung und einen Epilog. Um Ihnen den Einstieg zu erleichtern und die Struktur des Buches zu verdeutlichen, stellen wir Ihnen im Folgenden die einzelnen Teile und Kapitel anhand zentraler Leitfragen vor. Abgerundet wird dies zusätzlich mit Bild 1.14, welche die Gliederung dieses Buches in Teile und Kapitel zusätzlich als vereinfachte Mindmap darstellt51).

Teil I: Grundlagen legt das Fundament für das Verständnis von Big Data und beantwortet die übergeordnete Frage: „Welche fundamentalen Konzepte, Begriffe und Vorgehensweisen bilden das Fundament der Big-Data-Analyse?“. Kapitel 1 dient als Einstiegspunkt. Es führt in die grundlegenden Facetten ein, definiert Big Data anhand der bekannten 3Vs, beleuchtet die Berührungspunkte zu Data Science sowie neue Rollenbilder und managt die Erwartungen an das Feld. Nach dieser Einleitung werden in Kapitel 2 die Grundbegriffe verteilter Systeme erläutert, die für die (vertikale) Skalierbarkeit von Big-Data-Anwendungen entscheidend sind. Kapitel 3 widmet sich den Daten selbst, ihren Quellen, Strukturen – von unstrukturiert bis strukturiert – und den zwei vorherrschenden Speicherformen – zeilenorientierte und spaltenorientierte Speicherung. Abschließend werden in Kapitel 4 verschiedene Vorgehensmodelle für Big Data Analytics wie CRISP-DM und der Team Data Science Process vorgestellt, die Ihnen helfen können, Ihre Projekte zu strukturieren.

Teil 2: Datenhaltung dreht sich um die zentrale Frage: „Welche Technologien und Architekturen gibt es, um riesige und vielfältige Datenmengen effizient zu speichern und zu verwalten?“. Er konzentriert sich auf die Technologien zur Speicherung großer Datenmengen. Er beginnt mit Kapitel 5 zu Datenformaten, von Klassikern wie CSV bis zu spaltenorientierten Formaten wie Parquet. Die Kapitel 6 (Big Daten-Management) und 7 (Data Warehouse) führen in die Welt der relationalen und NoSQL-Datenbanken sowie klassischer Data-Warehouse-Konzepte ein. Darauf aufbauend werden moderne Architekturen wie Data Lake (Kapitel 8), Data Lakehouse (Kapitel 9) und Data Mesh (Kapitel 10) näher beleuchtet. Kapitel 11 gibt einen tiefen Einblick in die Vielfalt der NoSQL-Datenbanken, von Key-Value-Stores über Dokumenten- und Graphen-Datenbanken bis hin zu Vektordatenbanken. Kapitel 12 schließt diesen Teil mit einer Einführung in Daten-Broker und Message Queues am Beispiel von Kafka ab.

Teil III: Datenverarbeitung stellt die Frage nach dem „Wie“: „Mit welchen Paradigmen und Algorithmen können große Datenmengen verarbeitet werden, um daraus Erkenntnisse zu gewinnen?“. Er behandelt die verschiedenen Methoden, um aus den gespeicherten Daten gezielt Erkenntnisse zu gewinnen. Kapitel 13 stellt die zentralen Verarbeitungsparadigmen vor, darunter Batch-Verarbeitung mit Hadoop, (Micro-) Batch mit Spark und Echtzeit-Streaming mit Flink. Skalierbare Algorithmen und Datenstrukturen, wie HyperLogLog, Bloom-Filter oder PageRank, sind Thema von Kapitel 14. Kapitel 15 rundet den Teil mit Strategien zur Datenanalyse und Visualisierung großer Datenmengen ab.

Teil IV: Praktische Umsetzung beantwortet die Frage: „Wie entwerfe, betreibe und teste ich robuste Big-Data-Systeme und wie integriere ich moderne KI-Anwendungen?“. Er gibt einen Einblick in die Realisierung, Betrieb und Anwendungen von Big-Data-Systemen. In Kapitel 16 lernen Sie wichtiges Architekturwissen für Big Data, inklusive Referenzarchitekturen wie Lambda und Kappa sowie Mustern wie Event Sourcing. Kapitel 17 befasst sich mit Test und Betrieb, DevOps-Praktiken und Cloud-Modellen. Ein hochaktuelles Thema wird in Kapitel 18 behandelt: KI-basierte Systeme mit Generativer KI, einschließlich Großer Sprachmodelle (LLMs) und Techniken wie Retrieval-Augmented Generation (RAG).
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Bild 1.14 Überblick der Teile und Kapitel


Teil V: Epilog fasst schließlich die wichtigsten Erkenntnisse dieses Buches zusammen. Kapitel 19 bietet abschließende Gedanken, praxisnahe Beispiele, die Key Takeaways des Buches und wirft einen kritischen Blick auf die sozialen sowie ethischen Aspekte, die im Umgang mit großen Datenmengen zunehmend an Bedeutung gewinnen.
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1 Beinahe schon legendär geworden ist Matt Turcks „MAD Landscape“, die versucht, einen Überblick über KI- und Big-Data-Tools zu geben, siehe https://mattturck.com/landscape/mad2025.pdf

2 Teile dieses Kapitels wurden bereits in [Lan23] veröffentlicht.

3 In diesem Kontext ist interessant, dass bereits in den 1960er-Jahren John McCarthy das mit Cloud einhergehende Computing so vorhersagte: „Computing may someday be organized as a public utility just as the telephone system is a public utility“ [Gar11].

4 Grundlage für diese Metapher ist die Äußerung von Clive Humby aus dem Jahr 2006 [Hum06]. Michael Palmer betont den Aspekt der Raffinierung [Pal06]. Eine tiefere Auseinandersetzung mit der Metapher findet sich bei Hirsch aus dem Jahr 2014 [Hir14] oder auch bei Wernicke aus dem Jahr 2024 [Wer24].

5 So charakterisieren etwa Corrado et al. Daten als non-rival (yet excludable) Gut [Cor+22].

6 n = 603 Befragte (Unternehmen mit 20 und mehr Beschäftigten). Die Prozentwerte beziehen sich auf die befragten Personen bzw. Unternehmen [Bit25]. Der Code der in R erstellten Visualisierung findet sich hier: https://colab.research.google.com/drive/1_FB_UU_w37TzLQQTSNSLSb1ysvpJaFMX?usp=sharing.

7 Für viele Endanwender trifft die Aussage „Sobald es nicht mehr in eine Excel-Tabelle (mit heute maximal rund einer Million Zeilen) passt“ vielleicht noch besser zu.

8 Gängig waren damals PCs mit ungefähr 250 MHz CPU, 32 MB RAM und einer niedrigen einstelligen Gigabyte-Zahl an Festplattenspeicher.

9 Die in R erstellte Grafik steht in Google Colab bereit: https://colab.research.google.com/drive/1i0Ps58-uQ8LrlESNdbpelbCoJVVQq8XY?usp=sharing. Im Chart nutzt jedes Panel eine serienspezifische Baseline und eine gemeinsame relative Spannweite, sodass alle drei Linien dasselbe Verhältnis von Minimum zu Maximum haben – Muster in den Daten bleiben so trotz verschiedener Absolutwerte direkt vergleichbar.

10 Vortrag: https://www2.isye.gatech.edu/~jeffwu/presentations/datascience.pdf. In „Future directions of statistical research in China: a historical perspective“ erwähnt Wu bereits 1986 „Data Science“ [Wu86].

11 Python: Universelle Programmiersprache mit umfangreichem Ökosystem für Data Science und Machine Learning. https://www.python.org.

12 R: Spezialisierte Programmiersprache für statistische Berechnungen und Datenvisualisierung. https://www.r-project.org.

13 Jupyter: Interaktive Entwicklungsumgebung für Notebooks, die Code, Text und Visualisierungen kombiniert. https://jupyter.org.

14 Pandas: Python-Bibliothek für Datenmanipulation und -analyse mit DataFrame-Strukturen. https://pandas.pydata.org.

15 dplyr: R-Paket für effiziente Datenmanipulation mit einer konsistenten Grammatik. https://dplyr.tidyverse.org.

16 NumPy: Fundamentale Python-Bibliothek für numerische Berechnungen und Array-Operationen. https://numpy.org.

17 Scikit-learn: Python-Bibliothek für Machine Learning mit Algorithmen für u. a. Klassifikation, Regression und Clustering. https://scikit-learn.org.

18 caret: R-Paket für Training und Evaluierung von Machine-Learning-Modellen. https://topepo.github.io/caret.

19 PostgreSQL: Open-Source relationales Datenbanksystem. https://www.postgresql.org.

20 MongoDB: Dokumentenorientierte NoSQL-Datenbank für flexible, schemafrei Datenspeicherung. https://www.mongodb.com.

21 Apache Spark: Verteiltes Computing-Framework für Big-Data-Verarbeitung im Cluster. https://spark.apache.org.

22 Hadoop HDFS: Hadoop Distributed File System für verteilte Speicherung großer Datenmengen. https://hadoop.apache.org.

23 Apache Kafka: Verteilte Streaming-Plattform für Echtzeitdatenverarbeitung. https://kafka.apache.org.

24 Tableau: Business-Intelligence-Software für interaktive Datenvisualisierung und Self-Service-BI. https://www.tableau.com.

25 Power BI: Microsoft Business-Intelligence-Plattform für Datenanalyse und interaktive Dashboards. https://powerbi.microsoft.com.

26 Matplotlib: Python-Bibliothek für die Erstellung statischer, animierter und interaktiver Visualisierungen. https://matplotlib.org.

27 Seaborn: Python-Visualisierungsbibliothek basierend auf Matplotlib mit statistischen Grafiken. https://seaborn.pydata.org.

28 ggplot2: R-Paket für deklarative Datenvisualisierung basierend auf der Grammar of Graphics. https://ggplot2.tidyverse.org.

29 Plotly: Bibliothek für interaktive, publikationsreife Grafiken in Python, R und JavaScript. https://plotly.com.

30 Dash: Python-Framework für die Erstellung analytischer Webanwendungen und Dashboards. https://dash.plotly.com.

31 Shiny: R-Framework für interaktive Webanwendungen direkt aus R heraus. https://shiny.posit.co.

32 TensorFlow: Open-Source-Framework von Google für Machine Learning und Deep Learning. https://www.tensorflow.org.

33 PyTorch: Deep-Learning-Framework mit dynamischen neuronalen Netzen, entwickelt von Meta. https://pytorch.org.

34 BERT: Bidirectional Encoder Representations from Transformers – vortrainiertes Sprachmodell für NLP-Aufgaben. https://github.com/google-research/bert.

35 ResNet: Residual Neural Network – Deep-Learning-Architektur für Computer Vision. https://arxiv.org/abs/1512.03385.

36 XGBoost: Optimierte Gradient-Boosting-Bibliothek für strukturierte Daten. https://xgboost.readthedocs.io.

37 Docker: Containerisierungsplattform für konsistente Anwendungsbereitstellung. https://www.docker.com.

38 Kubernetes: Open-Source-System für Automatisierung, Skalierung und Verwaltung von Container-Anwendungen. https://kubernetes.io.

39 MLflow: Open-Source-Plattform für den Machine-Learning-Lebenszyklus mit Experiment-Tracking und Model Registry. https://mlflow.org.

40 GitLab: DevOps-Plattform für Versionsverwaltung, CI/CD und kollaborative Softwareentwicklung. https://gitlab.com.

41 GitHub Actions: Automatisierungsplattform für CI/CD-Workflows direkt in GitHub. https://github.com/features/actions.

42 AWS: Amazon Web Services – Cloud-Computing-Plattform mit umfassenden Services für Computing, Storage und ML. https://aws.amazon.com.

43 Google Cloud: Cloud-Computing-Plattform von Google mit KI/ML-Services und Infrastruktur. https://cloud.google.com.

44 Azure: Microsoft Cloud-Computing-Plattform für Infrastructure, Platform und Software as a Service. https://azure.microsoft.com.

45 https://www.omg.org/bpmn

46 https://github.com/bigdatabuch.

47 Serverless ist hier so zu verstehen, dass für die Nutzung von Funktionsbausteinen in der Cloud keine explizite Server-Konfiguration notwendig ist.

48 https://github.com/bigdatabuch

49 https://www.docker.com

50 https://web.archive.org

51 Der Epilog ist hier nicht enthalten.





	2
	Grundbegriffe verteilter Systeme




Die Verarbeitung großer Datenmengen bewegt sich per Definition immer am Rande des Machbaren. Viele heute selbstverständliche Ansätze, wie etwa NoSQL-Datenbanken, wurden aus der Not heraus geboren, dass klassische relationale Systeme selbst auf den leistungsstärksten Einzelrechnern mit den Anforderungen der Anfang der 2000er Jahre massiv wachsenden Online-Systeme (z. B. im Bereich Social Media oder Online-Shopping) schlichtweg überfordert waren. Hinzu kamen aus physikalischen Gründen stagnierende Prozessortaktraten, die es unmöglich machten, den steigenden Anforderungen wie bis dahin üblich mit stärkerer Hardware, also einer sogenannten vertikalen Skalierung, zu begegnen.

Bild 2.1 illustriert die beiden Möglichkeiten, einer wachsenden Datenmenge Herr zu werden: Neben der gerade genannten vertikalen Skalierung mit stärkerer Hardware ist auch eine sogenannte horizontale Skalierung, nämlich das Verteilen der Daten auf mehrere Rechner bzw. systemintern auf mehrere Rechnerkerne möglich.
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Bild 2.1 Grafische Veranschaulichung von vertikaler und horizontaler Skalierung


Die Verheißungen von solchen verteilten Systemen sind zunächst auch sehr vielversprechend, da, naiv betrachtet, zwei Server sicherlich die doppelte Datenmenge von einem Server verarbeiten können sollten, oder?

Ganz so einfach ist es leider nicht, die (lineare) Skalierbarkeit verteilter Systeme hängt sowohl von den Daten, als auch von den darauf notwendigen Verarbeitungen ab, und sobald dabei viel rechnerüberschreitende Kommunikation notwendig werden wird, geht die Performanz üblicherweise deutlich in die Knie. Der Versuch, diese teuren Kommunikationsaufwände so gering wie möglich zu halten, war letztlich der Grund für das Entstehen von Big-Data-Frameworks wie Hadoop oder NoSQL-Datenbanken wie Cassandra. Welche Herausforderungen und Grundideen dahinter stecken, möchten wir im Rest dieses Kapitels näher beleuchten.

	2.1	Historie


Wie zuvor angedeutet, erreichte das, bis dahin kontinuierlich erscheinende Wachstum der Prozessortaktraten etwa zur Mitte der Nullerjahre des neuen Jahrtausends sein vorläufiges Ende. Es stagnierte, wie in Bild 2.2 zu sehen, ungefähr im Bereich zwischen 4 und 5 GHz und verharrt dort weitgehend bis heute.1) Der nahezu geradlinige Anstieg zuvor indiziert aufgrund der logarithmischen Darstellung der y-Achse (die bei 1 MHz beginnt) eine Verdoppelung ca. alle 2 Jahre.2)
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Bild 2.2 Taktraten gängiger CPUs über die letzten Jahrzehnte


Zuvor galt Moore’s Law, das der damalige Intel-Vize und spätere CEO, Gordon Moore, 1965 als Vermutung für die sich jährlich verdoppelnde Anzahl an Transistoren pro Flächeneinheit auf Mikrochips postulierte [Moo65], lange Jahre auch im Bereich der Prozessortaktraten als gesetzt.

Es liegt auf der Hand, dass wachsende Datenmengen zur Verarbeitung auf mehrere oder gar viele Server verteilt werden müssen, wenn dies nicht mehr der Fall ist. Spannend ist in diesem Zusammenhang, dass Moore’s Law für die Anzahl der Transistoren pro Flächeneinheit weiterhin Gültigkeit zu haben scheint3). Ebenso spannend ist die in einer Biografie über Facebook-Gründer Marc Zuckerberg [Kir10] beschriebene Situation, als das frühe Facebook von einer rasant wachsenden Nachfrage förmlich überrannt wurde und Zuckerbergs Team im gesamten Silicon Valley Computer von der Stange aus Elektronikmärkten zusammenkaufte, um sein System horizontal zu skalieren und mit der explodierenden Nachfrage Schritt zu halten.

	2.2	Skalierbarkeit


Die Grundidee, durch Verteilung auf mehrere Prozessoren oder Server eine Beschleunigung zu erreichen, liegt so deutlich auf der Hand, dass sie kaum der Rede wert zu sein scheint. Doch wie so oft steckt auch hier der Teufel im Detail, sodass einige theoretische Hintergründe unbedingt Erwähnung finden sollen.

	2.2.1	Amdahl’s Law


Auch Amdahl’s Law, vgl. z. B. [PH21], das eine obere Grenze für die maximal erreichbare Beschleunigung durch Parallelverarbeitung auf mehreren Servern oder auch mehreren Prozessoren vorgibt, scheint auf den ersten Blick recht offensichtlich. Für vollständig und perfekt verteilbaren Code liegt diese obere Grenze für den sogenannten Speedup bei einer Anzahl der zur Verfügung stehenden Server n bei der n-fachen Geschwindigkeit. Anders ausgedrückt: Steht uns die fünffache Menge an Hardware zur Verfügung, kann die Datenverarbeitung maximal fünfmal so schnell erfolgen. Eine zauberhafte Beschleunigung durch „Parallelverarbeitungs-Synergien“ widerspräche offensichtlich den Regeln der Physik.

Dieser einfache Zusammenhang kann mathematisch durch die folgende Formel ausgedrückt werden, in der pp den Anteil der parallel ausführbaren Programmteile und ps die sequenziell auszuführenden Programmteile beschreibt. Entsprechend ist auch festgelegt, dass pp + ps = 1 sein muss.
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Was in der Theorie so nachvollziehbar klingt, spielt jedoch in der Praxis eine eher untergeordnete Rolle. Zunächst sind verlässliche Werte für pp und ps alles andere als leicht zu bestimmen und spielen unserer Erfahrung nach bei der Analyse der Skalierbarkeit von Big-Data-Systemen meist auch nur eine untergeordnete Rolle. Meistens kann nämlich in modernen, gut skalierbaren Big-Data-Frameworks der Koordinationsaufwand insoweit vernachlässigt werden, dass er proportional mit der Datenmenge wächst und sich ebenfalls gut auf alle Maschinen verteilt.

In der Praxis werden beim Entwurf von Systemen daher meist erst einmal Überlegungen zur Algorithmenkomplexität (siehe im nächsten Abschnitt) bzw. bei der Erprobung von Systemen klassisches Performance-Testen eingesetzt, um den Zusammenhang von Datenmenge und Laufzeit abzuschätzen bzw. empirisch zu ermitteln. Relevant ist Amdahl’s Law insbesondere dann, wenn etwa die Verteilung der Daten einen signifikanten Teil des Verarbeitungsaufwands ausmacht, wie das etwa in früheren MPI-Systemen [Gro+96] der Fall war, ansonsten überwiegt klar der Einfluss der im Folgenden beschriebenen Algorithmenkomplexität.

	2.2.2	Algorithmenkomplexität


Auch um das an Hochschule und Universität eher ungeliebte Thema der Algorithmenkomplexität kommen wir im Big-Data-Umfeld nicht herum, wir wollen uns aber bemühen, es an dieser Stelle so kurz und prägnant wie möglich zu thematisieren. Wie bei Amdahl’s Law ist an und für sich auch bei der Algorithmenkomplexität leicht einzusehen, dass es eine „wundersame Beschleunigung“ durch Parallelverarbeitung nicht geben kann. Das bedeutet, dass eine nachhaltige Skalierung eines Algorithmus durch Verteilung nur bis zu einer linearen Komplexität in O(n) nach der Landau-Notation (siehe z. B. [Cor+22]) möglich ist. Das gilt natürlich sowohl für die algorithmische als auch für die Speicherkomplexität.

Ein einfaches Beispiel soll das verdeutlichen: Angenommen, wir suchen nach einem bestimmten Datum in einer unsortierten Datenmenge mit n Elementen, so können wir erst nach n Zugriffen auf alle Elemente mit Sicherheit sagen, ob und ggf. wo das gesuchte Datum in unserer Datenmenge vorkommt oder nicht. Diese Operation lässt sich bei vielen Daten ziemlich gut auf bspw. zwei Servern verteilt ausführen und wird in etwa in der halben Zeit ablaufen, da ps im Vergleich zu pp sehr klein ausfallen wird. Voraussetzung dafür ist natürlich, dass die Daten bereits verteilt auf den Servern vorliegen und nicht erst aufwendig von einem auf den anderen geschoben werden müssen, was die verteilte Verarbeitung in diesem Beispiel ad absurdum führen würde.

Komplexitätsklassen, wie etwa O(log n), die unterhalb von O(n) liegen, profitieren zwar aus Laufzeitgesichtspunkten weniger von einer Verteilung, da sie länger mit dem Wachstum der Datenmenge Schritt halten können. Bei Komplexitätsklassen, die darüber liegen, wie bspw. O(n2), stößt die Skalierbarkeit von Algorithmen durch das starke Wachstum der Laufzeiten aber früher oder später an ihre Grenzen. Gleiches gilt natürlich ebenfalls wieder für die Speicherkomplexität, die jedoch in der heutigen Praxis weniger eine Rolle spielt, da die wenigsten Algorithmen mehr als O(n) zusätzlichen Speicher benötigen. Tabelle 2.1 illustriert eindrücklich, was ein quadratisches Wachstum schon bei kleineren Datenmengen bedeuten kann.


Tabelle 2.1 Vergleich der Verarbeitungsschritte bei verschiedenen Algorithmenkomplexitäten




	Algorithmus / Anzahl Elemente

	Lineare Suche O(n)

	Binäre Suche O(log n)

	Schnelle Sortierung O(nlog n)

	Langsame Sortierung O(n2)




	1.000

	1.000

	10

	9.965

	1.000.000




	10.000

	10.000

	14

	132.878

	100.000.000




	100.000

	100.000

	17

	1.660.965

	1E10




	1.000.000

	1.000.000

	20

	19.931.569

	1E12








Geht es also hauptsächlich um die langfristige Skalierbarkeit eines Systems, ist nicht nur eine „elastische“ Cloud-Hardware, die durch Hinzuschalten neuer virtueller Maschinen an eine wachsenden Datenmenge angepasst werden kann, vonnöten, sondern auch eine obere Grenze in der Komplexität der verwendeten Algorithmen von maximal O(n). Dabei kann in der Praxis oft auch eine Komplexität von O(n log n) noch eine gewisse Zeit mit mehr Hardware abgefedert werden. Im Internet finden sich verschiedene Seiten wie das „Big O Cheatsheet“4), die uns eine gute Unterstützung bei der Orientierung im Komplexitäten-Dschungel an die Hand geben und uns eindrucksvoll vor Augen führen, welche Last mit einem komplexen Algorithmus und steigender Datenmenge auf die Hardware zukommt.
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Wer aufräumt, ist nur zu faul zum Suchen! Dieser Wahlspruch aus der Jugend hilft uns übrigens auch im Umgang mit Big Data zielsicher weiter. Nämlich dann, wenn Datenmengen zu groß werden sollten, um sie konstant sortiert zu halten, was ja bekanntlich mindestens einen Aufwand von O(nlog n) erfordert.

Zwar würde eine binäre Suche auf, sagen wir, 100 Millionen Datensätzen mit maximal 27 Schritten abgeschlossen sein, während eine lineare Suche eben 100 Millionen Vergleichsoperationen benötigt. Da aber zum Sortieren der 100 Millionen Elemente bereits rund 2,7 Milliarden Vergleiche benötigt würden, können wir im Umkehrschluss jeden Datensatz log n mal vollständig durchsuchen, bevor sich eine Sortierung lohnen würde. Ob dieser verlockende Gedanke allerdings wirklich praxistauglich ist, sei dahingestellt.





Mit O(n log n), wie es bspw. beim schnellen Sortieren von Daten mit etwa Mergesort vorkommt, lässt sich noch eine ganze Weile arbeiten, spätestens bei Algorithmen mit einer quadratischen Komplexität ist eine dauerhafte Skalierung bei wachsender Datenmenge jedoch nicht mehr möglich. Eine zweifache Datenmenge mag mit der vierfachen Serverzahl noch stemmbar sein und vielleicht sind auch zehnmal so viele Daten mit der hundertfachen Anzahl an Rechnern zu beherrschen, aber spätestens bei der zehntausendfachen Zahl von Rechnern, die für eine einhundertfache Datenmenge erforderlich wäre, werden die Grenzen dieses Vorgehens offensichtlich. In diesem Kontext überrascht es vermutlich auch nicht, dass ein Brute-Force-Ansatz etwa zur Lösung des Problems des Handlungsreisenden, das in O(n!) liegt, auch mit der stärksten Computing-Cloud heute für mehr als ca. 20 Städte absehbar zum Scheitern verurteilt ist.
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Ganz nutzlos ist Komplexitätstheorie übrigens auch für den Alltag nicht. Inspiriert durch ein sehr lesenswertes Buch [CG16], können wir uns beispielsweise Gedanken darüber machen, was der menschlichen Abneigung gegen Hausarbeit besser entgegenkommt: Lieber seltener viele Socken waschen und zusammensortieren oder öfter weniger Socken waschen und sortieren?

Wenn wir vereinfachend davon ausgehen, dass das Sortieren von Socken wie ein vergleichsbasierter Sortieralgorithmus im Computer bestenfalls mit einer Komplexität von O(n ∗ log2(n)) ausgeführt werden kann, lässt sich an folgendem Beispiel ganz einfach zeigen, dass öfter wenige Socken zu waschen zu weniger Sortieraufwand führt, als seltener viele Socken zu waschen. Stellen wir die konkrete Anzahl an Sockenvergleichen, die es benötigt, um einmal 50 Paare Socken zu sortieren, dem Aufwand für fünf mal zehn Paare Socken gegenüber, dann sehen wir, dass Letzteres deutlich weniger Sortieraufwand bedeutet:

50 ∗ log2(50) = 283, während 10 ∗ log2(10) = 33 ergibt, was mit fünf multipliziert zu 166 Sockenvergleichen und somit zu einem deutlich geringeren Sortieraufwand führt. Wer hätte gedacht, dass die Informatik auch praktische Tipps zum Optimieren der Hausarbeit für uns parat haben könnte.





In Kapitel 14 erläutern wir übrigens einige spannende Algorithmen, die zeigen, wie erfinderisch die Not, mit großen Datenmengen und einer verhältnismäßig kleinen Hardware umgehen zu müssen, machen kann.

	2.2.3	Flynn’s Taxonomy


An dieser Stelle soll auch Flynn’s Taxonomy, siehe etwa [PH21], kurz Erwähnung finden. Wir sollten uns nämlich bewusst machen, wie Daten in Rechnerarchitekturen überhaupt verteilt verarbeitet werden können und werden in der Literatur auch immer wieder auf die folgenden Begriffe bzw. Abkürzungen stoßen. Wie vom klassischen von-Neumann-Rechner bekannt, gibt es zwei Dimensionen, die wir betrachten müssen: eine für die Daten und eine für die Instruktionen. Beide können jeweils entweder auf einzelne (single) oder viele parallele (multiple) Elemente ausgerichtet sein – also {Single, Multiple} Instruction × {Single, Multiple} Data – womit sich folgende vier Kombinationsmöglichkeiten ergeben:

Single Instruction × Single Data (SISD) ist letzten Endes die klassische von-Neumann-Architektur, in der eine Reihe von Befehlen auf einem Datenstrom abgearbeitet wird, also jeder Befehl einmal mit einem Datum ausgeführt wird.

Single Instruction × Multiple Data (SIMD) bedeutet, das ein Befehl auf eine Reihe von gleichartigen Daten angewendet wird. Das war die Grundidee von Vektorprozessoren früherer Supercomputer oder auch des Grid Computing: Alle Prozessoren verarbeiten die Daten im Gleichschritt. SIMD kann etwa auch in modernen Grafikkarten genutzt werden.

Multiple Instruction × Single Data (MISD) in der Praxis zu finden, gestaltet sich nicht ganz einfach. Manchmal werden hierfür redundante Architekturen, wie sie beispielsweise aus Sicherheitsgründen in Flugzeugen eingesetzt werden, angeführt. Hier werden allerdings die gleichen Befehle mehrfach auf verschiedenen Rechnern ausgeführt, um Hardware-Defekten entgegenzuwirken5). Als weiteres Gebiet, in dem verschiedene Befehle oder zumindest Befehlsteile auf gleichen Daten ausgeführt werden, werden häufiger die Pipelines moderner Prozessoren ins Feld geführt. Diese Ansicht ist allerdings umstritten.

Multiple Instruction × Multiple Data (MIMD) wiederum ist problemlos in der Praxis zu finden, das ist nämlich die Kategorie, nach der z. B. die heutigen Multicore-Maschinen arbeiten. Verschiedene Prozessoren verarbeiten unabhängig voneinander verschiedene Daten, die beliebig im Speicher abgelegt sein können.

	2.2.4	PRAM-Modell


Auch das PRAM-Modell (PRAM für Parallel Random Access Machine, siehe z. B. [JáJ92]) ist eine wichtige Abstraktion in der Parallelverarbeitung, die uns vor allem auch dabei helfen wird, die damit verbundenen Herausforderungen besser zu verstehen. Die Grundidee ist zunächst einmal das Vorhandensein mehrerer Prozessoren sowie eines globalen Speichers, wie das in den heutzutage gängigen Multiprozessorsystemen der Fall ist, aber auch leicht auf Multithreading-Umgebungen (wie in Java) oder auch auf Cloud-Systeme mit einer gemeinsamen Datenbank o. Ä. verallgemeinert werden kann. Wobei das PRAM-Modell von einem synchronen Betrieb der Prozessoren ausgeht und damit am treffendsten die Hardware von Grid-Computing-Systemen beschreibt. Prinzipiell sind für die Prozessoren folgende Operationen vorgesehen:

1. Ein Datum aus dem globalen Speicher lesen.

2. Eine Berechnung lokal ausführen.

3. Ein Datum in den globalen Speicher schreiben.

Das ermöglicht interessante Analysen von parallelen Algorithmen, wie wir gleich beispielhaft kurz beschreiben möchten. Spannend aus der Sicht der Parallelverarbeitung ist das PRAM-Modell, weil es auch die folgenden möglichen Konflikte beim gleichzeitigen Speicherzugriff kategorisiert und damit auch Lösungsmöglichkeiten für konkurrierende Zugriffe beispielsweise in Datenbanken vorzeichnet:

1. Exclusive Read / Exclusive Write (EREW) verbietet alle gleichzeitigen Zugriffe auf die gleiche Speicherstelle.

2. Concurrent Read / Exclusive Write (CREW) erlaubt es allen Prozessen, lesend auf eine Speicherstelle zuzugreifen. Schreibzugriffe sind aber immer nur für einen Thread, User bzw. Prozessor erlaubt.

3. Concurrent Read / Concurrent Write (CRCW) ermöglicht es allen Prozessen, jederzeit zu lesen und zu schreiben, wobei für Letzteres noch festgelegt werden muss, wie der „Gewinner-Prozess“ im Falle eines Schreibkonflikts ermittelt wird.

Wie versprochen möchten wir einen parallelen Algorithmus vorstellen, damit sich interessierte Leserinnen und Leser ein besseres Bild davon machen können.

Am sinnvollsten ist eine parallele Verarbeitung immer dann, wenn sich die zu bearbeitenden Daten unter den vorhandenen Prozessoren ohne Überlappung aufteilen lassen, wie das beispielsweise beim im Folgenden gezeigten parallelen Bubblesort-Algorithmus möglich ist.



Listing 2.1 Pseudocode eines parallelen Bubblesort-Algorithmus, der ein gegebenes Array a mit Ganzzahlen sortiert.


1 for h := 0 to n div 2 do
2       for i := 0, 2, 4, ... pardo
3             compareAndExchange(a[i], a[i+1])
4       endfor
5       for i := 1, 3, 5, ... pardo
6             compareAndExchange(a[i], a[i+1])
7       endfor
8 endfor





Wie in Listing 2.1 schön zu sehen, teilt der Algorithmus das für alle nutzbare, zu sortierende Zahlenarray paarweise auf die vorhandenen Prozessoren auf und vergleicht und vertauscht ggf. zunächst ausgehend von den geraden Indizes die Zahlenpaare, um das danach ausgehend von den ungeraden Indizes zu tun. Das funktioniert, weil die Prozessoren ihre Operationen synchronisiert ausführen.

An folgendem Array, das wir beispielhaft mit vier Prozessoren sortieren wollen, wird das sicher anschaulicher:

Eingabe: 4 2 5 7 3 1 6 8
Zeile 3: 2 4 5 7 1 3 6 8
Zeile 6: 2 4 5 1 7 3 6 8
Zeile 3: 2 4 1 5 3 7 6 8
Zeile 6: 2 1 4 3 5 6 7 8
Zeile 3: 1 2 3 4 5 6 7 8
Zeile 6: nicht mehr notwendig...


In Zeile 3 führen also alle vier Prozessoren parallel den Vergleich des i-ten und des (i+1)-ten Elements aus, also P1 vergleicht die Einträge 0 und 1, P2 die Einträge 1 und 2 usw. In Zeile 6 werden aufgrund der anderen Zählung von P1 die Einträge 1 und 2, von P2 die von 3 und 4 sowie von P3 die Elemente 5 und 6 miteinander verglichen.

	2.3	Immer schön skalierbar bleiben


Auf Basis der vorherigen eher theoretischen Überlegungen möchten wir in diesem Kapitel allen Leserinnen und Lesern mit wenig Zeit gleich zu Beginn die vier wichtigsten Best Practices für die Entwicklung verlässlicher und skalierbarer Big-Data-Systeme an die Hand geben.

	2.3.1	Geiz ist geil: Share nothing!


Erfolgreiche Parallelverarbeitung von Daten funktioniert am besten mit der Befolgung eines ganz einfachen Grundprinzips, nämlich des sogenannten Share Nothing bzw. unter Verwendung einer Shared-Nothing-Architektur. Diese Idee ist so zentral, dass sie quer durch alle Informatik-Gebiete, die sich mit der Verarbeitung großer Datenmengen beschäftigen, Einzug gehalten hat. Wie der Name schon nahelegt, werden in einem entsprechenden System idealerweise keine Daten geteilt. Beispielsweise erhalten also alle Prozessoren in einem Multicore-System ihren eigenen Speicherbereich, in dem sie arbeiten können, ohne sich gegenseitig in die Quere zu kommen.

Dieses Prinzip erstreckt sich über alle Phasen der Verarbeitung. Idealerweise sollten in Big-Data-Systemen die Eingabedaten auf verschiedene Knoten verteilbar sein, während der Verarbeitung keine gemeinsamen Zustandsinformationen (wie bspw. Zähler) benötigt werden, und auch die Verarbeitungsergebnisse müssen von jedem Prozess ungestört (also lockfrei) geschrieben werden können.

Alle Arten von geteiltem Speicher (engl. Shared Memory) führen unweigerlich zu den sogenannten Wettlaufbedingungen (engl. Race Conditions), die durch das zur Synchronisation benötigte Locking6) Performanceverluste nach sich ziehen. Es liegt auf der Hand, dass der gleichzeitige Zugriff auf Daten von möglicherweise hunderten von Prozessen auf verschiedenen Maschinen nur sehr aufwendig zu synchronisieren ist und daher unbedingt vermieden werden sollte.

Wie wir später noch im Detail betrachten werden, war genau das die Grundidee der ersten Big-Data-Frameworks wie Hadoop: Diese kümmern sich um die Verteilung der Eingabedaten und führen auch die Ergebnisse sinnvoll wieder zusammen.

	2.3.2	Datenlokalität und Lastverteilung


Hadoop ist auch ein gutes Stichwort, was die Datenlokalität betrifft. Machen wir uns zunächst die Bedeutung des Begriffes klar: Die Daten sollen lokal dort abgelegt sein, wo sie auch verarbeitet werden. Was zunächst so trivial klingt und beispielsweise in Prozessoren über Caches seit Jahrzehnten umgesetzt wird, wurde im Big-Data-Umfeld erst mit der Einführung verteilter Dateisysteme wie dem HDFS von Hadoop möglich.

Ältere Multiprocessing-Frameworks wie MPI haben genau hier ein Bottleneck, weil sie die Rohdaten zunächst per Message Passing auf die beteiligten Rechenknoten verteilen müssen. Das lohnt sich offensichtlich vor allem dann, wenn die Berechnungen im Vergleich zur Datenübertragung sehr lange dauern. Der clevere Kniff von Hadoop war die Nutzung von verteiltem Speicher in einem Cluster. Alle verfügbaren Festplatten werden bildlich gesprochen zu einer großen Platte verschaltet. Sobald Daten bei einem der Cluster-Rechner ankommen, werden sie intern gleichmäßig und vollautomatisch auf alle Rechner verteilt. Sobald eine Batch-Verarbeitung gestartet wird, werden die Daten auf dem Rechner verarbeitet, auf dem sie auch gespeichert sind. Durch diese möglichst gleichmäßige Verteilung der Daten ergibt sich eine gute Lastverteilung von ganz allein. Wie in Abschnitt 13.3.1 über Hadoop genauer erläutert, gibt es bei Datenanalysen allerdings oft Überkreuz-Abhängigkeiten, die eine mehrstufige Verarbeitung und Datenaustausch zwischen den Verarbeitungseinheiten erforderlich machen (und zur Entwicklung des MapReduce-Ansatzes geführt haben). Erst dadurch wird ein lockfreies Schreiben der Ergebnisse möglich.

	2.3.3	Lockfreies Schreiben


Lockfreies Schreiben ist ebenfalls absolut essenziell für performante Big-Data-Verarbeitung. Die beste Parallelverarbeitung wird zunichte gemacht, wenn es beim Schreiben der Ergebnisse ein „Gedränge“ gibt, wie es am Beispiel eines Schulbusses in Bild 2.3 dargestellt ist.
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Bild 2.3 Gedränge beim Einstieg in einen Schulbus (von Google Imagen illustriert) als Analogie für viele Prozesse, die gleichzeitig an die gleiche Stelle einer Datenbank schreiben möchten.


Sobald (zu) viele Prozesse bzw. Server gleichzeitig an die gleiche Stelle einer Datenbank oder einer Datei schreiben wollen, wird der Schreibvorgang unweigerlich zum Bottleneck, weil immer nur ein Prozess direkten Zugriff haben kann und die anderen bildlich gesprochen in der (Warte-)Schlange stehen müssen.

Auch für die Umsetzung dieser Best Practice ist Hadoop bzw. das darin verwendete MapReduce wieder ein Musterbeispiel. Für den Reduce-Schritt sammelt die Hadoop-Logik intern alle Ergebnisse mit dem gleichen Schlüssel auf einem Server ein, sodass die einzelnen Teilergebnisse dort ggf. noch aggregiert werden und mit einer einzigen Schreiboperation weggespeichert werden können, sei es in der Ergebnisdatei im HDFS oder auch in eine Datenbank. Dieser Ansatz lässt sich auch in neueren Streaming-Frameworks wie Flink nachvollziehen. Auch hier gibt es Mechanismen, mit deren Hilfe Datensätze nach ihrem Identifier immer auf den gleichen Knoten im Cluster geroutet werden können, wo sich dann um Aggregation und Speichern von Werten gekümmert wird.

	2.4	Resilienz durch Redundanz


Fehler passieren und laut Murphy’s Law wird alles was schiefgehen kann, auch früher oder später tatsächlich schiefgehen. Das gilt insbesondere im Kontext von verteilten Systemen, die unter Umständen bei großen Datenmengen auf tausenden von Servern über mehrere Rechenzentren weltweit verteilt ausgeführt werden müssen.
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To make error is human. To propagate error to all server in automatic way is #devops.

DevOps Borat7)





Selbst eine geringe Ausfallwahrscheinlichkeit auf einem einzelnen Server summiert sich bei hunderten Geräten mitunter schnell auf tagtägliche Probleme, und auch Netzwerkstrecken zwischen Servern leiden, wie wir alle von der täglichen Internetnutzung wissen, selbst zur Mitte der 2020er-Jahre noch immer an notorischer Unzuverlässigkeit. Entsprechend ist es für Privatnutzer selbst heute nahezu unmöglich, einen Internet-Provider zu finden, der sich darauf einlassen würde, eine hohe Verfügbarkeit seines Angebots durch ein schriftlich fixiertes Service-Level-Agreement (SLA) zu garantieren.
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Zur Bestimmung der Ausfallwahrscheinlichkeit in einem Rechenzentrum bzw. Rechner-Cluster können wir gut die Komplementärregel verwenden. Angenommen, die Verfügbarkeit eines einzelnen Servers an einem Tag ist zu 99,9% gegeben oder umgekehrt besteht eine Wahrscheinlichkeit von 0,1% für einen Ausfall. Auf 1.000 Server gerechnet bedeutet das:

P(alle 1.000 verfügbar) = 0,9991000 ≈ 0,368

P(mindestens ein Ausfall) = 1 − P(alle 1.000 verfügbar) ≈ 0,632

Mit anderen Worten, in einem Rechenzentrum mit 1.000 Servern und der zuvor gegebenen Ausfallwahrscheinlichkeit wäre die tägliche Chance auf einen Ausfall über 62% und damit deutlich höher als die Wahrscheinlichkeit, an einem Tag keinen Ausfall zu erleben.





A propos Service-Level-Agreements, wir haben im Folgenden aufgelistet, was ein bestimmtes SLA an Downtimes8) zulassen würde, um zu verdeutlichen, welche hohen Anforderungen sich daraus für den stabilen Betrieb von komplexen Softwaresystemen ableiten.

Die Auflistung in Tabelle 2.2 unterstreicht einmal mehr die Herausforderungen für den Betrieb von Big-Data-Systemen, bei denen bei einer hohen geforderten Verfügbarkeit nicht einmal ein Neustart des Gesamtsystems pro Jahr möglich sein dürfte. Entsprechend muss ein solches System nach modernen DevOps-Ansätzen bspw. mit Rolling Updates u. Ä. hochverfügbar betrieben werden, wie wir in Kapitel 17 genauer beschrieben haben.

Ein gekonnter Umgang mit Fehlern ist in einer Big-Data-Umgebung von höchster Wichtigkeit. Es wäre schließlich mehr als ärgerlich, wenn eine Datenauswertung nach langer Laufzeit wegen eines kleines Fehlers ganz am Ende der Verarbeitungskette kein oder nur ein unvollständiges Ergebnis liefern würde.9)


Tabelle 2.2 Mögliche Ausfallzeiten bei gegebenen Service-Verfügbarkeiten.




	Service-Level

	pro Tag

	pro Monat

	pro Jahr




	95%

	72 min

	36 h

	438 h




	98%

	29 min

	14 h

	175 h




	99%

	14 min

	7 h

	87 h




	99,5%

	7 min

	216 min

	44 h




	99,9%

	1,5 min

	43 min

	9 h




	99,99%

	< 1 min

	4 min

	52 min




	99,999%

	ca. 1 sek

	< 30 sek

	5 min








Um auf Ausfälle von Servern vorbereitet zu sein, empfiehlt es sich, Daten redundant, also mehrfach, auf verschiedenen Rechnern, möglichst in verschiedenen Rechenzentren, abzuspeichern, um auch fehlgeschlagene Berechnungen nötigenfalls an anderer Stelle zeitnah wiederholen zu können. Dieses Vorgehen vergrößert ohnehin große Datenmengen noch einmal weiter10), weil sie doppelt oder sicherheitshalber sogar dreifach im Cluster abgelegt werden sollten. Von eventuell notwendigen Backups und weiteren Zwischenstufen in der Verarbeitung erst gar nicht zu reden.

Starre Systeme können mit solchen Situationen nur schwer umgehen, was mit ein Grund für den Erfolg von Hadoop oder auch NoSQL-Datenbanken sein dürfte, da diese die entsprechenden Konzepte bereits „out of the box“ unterstützen und Daten wie im Falle von Hadoop per Default dreifach im Cluster ablegen. Was durchaus auch ein Vorteil werden kann, wenn durch Lastverteilung schnellere Lesezugriffe möglich werden. Ebenso wichtig ist die damit erzielbare Fehlertoleranz in der Verarbeitung: Sollte ein Server ausfallen, kann sofort ein anderer in die Bresche springen und die fehlende Verarbeitung nachholen. Auch wenn das bei gleichmäßig ausgelasteten Servern mit Zeitverlusten behaftet sein wird, ist es sehr viel angenehmer, wenn das automatisch durch das Verarbeitungs-Framework erledigt werden kann und nicht manuell nachgeholt werden muss.

Durch die physische Verteilung der einzelnen Maschinen in einem solchen Cluster stößt diese Idee jedoch auch an Grenzen, die mithilfe des bekannten CAP-Theorems (nach Eric Brewer, siehe Abschnitt 6.3) anschaulich beschrieben werden können. Redundanz wird daher auch immer mit der Herausforderung konfrontiert, wie Original und Kopie(n) bei konkurrierenden Schreibzugriffen konsistent gehalten werden können. Das ist ein bei relationalen Datenbanken recht gut untersuchtes Phänomen [KE09], das dort im Allgemeinen durch Locking-Ansätze gelöst wird. Bei NoSQL-Systemen, wie etwa Cassandra (siehe Abschnitt 11.3), die einen großen Schreibdurchsatz erreichen möchten, werden meistens optimistische Locking-Verfahren mit einem „last write wins“ o. Ä. verwendet. Schon alleine wegen der physikalischen Schwierigkeiten bei der Synchronisation von Uhren in verteilten Computersystemen würde eine genauere Beschreibung der darauf folgenden Herausforderungen den Rahmen dieses Buches sprengen. Zudem hat sich Martin Kleppmann in seinem Buch [Kle17] bereits intensiv mit diesem Thema auseinandergesetzt.
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1 Erst jüngste Highend-CPUs von Intel und AMD konnten in Bereiche von über 5 GHz vorstoßen.

2 Eigene Darstellung auf Basis von Daten aus Wikipedia: https://en.wikipedia.org/wiki/Microprocessor_chronology

3 Wie bspw. hier nachgelesen werden kann: https://medium.com/predict/moores-law-is-alive-and-well-eaa49a450188

4 https://www.bigocheatsheet.com

5 Dass dieses Vorgehen für reine Software-Defekte nutzlos ist, hat der Absturz der Ariane 5 bei ihrem Jungfernflug schonungslos vor Augen geführt, als auch ein Backup-System aufgrund eines identischen Softwarefehlers abstürzte [Lio+96].

6 Wie wir das bspw. auch von relationalen Datenbanken kennen.

7 https://x.com/DEVOPS_BORAT/status/41587168870797312

8 Vorsicht, Prozentwerte für Service-Levels dürfen nicht mit der zuvor genannten Ausfallwahrscheinlichkeit verwechselt werden.

9 Ähnlich wie das unverständliche Ergebnis von Deep Thought nach 4,5 Milliarden Jahren in „Per Anhalter durch die Galaxis“ von Douglas Adams.

10 Was zumindest dem ehemaligen Chef eines der Autoren die Schweißperlen auf die Stirn trieb.





	3
	Daten




In der Verarbeitung großer Datenmengen treffen wir auf eine Vielzahl von Datenquellen und -formaten, die sich hinsichtlich ihrer Struktur, Organisation und Einsatzmöglichkeiten deutlich unterscheiden. Um diese Vielfalt (vgl. Variety, Abschnitt 1.2) besser einordnen und gezielt nutzen zu können, beschäftigen wir uns in diesem Kapitel mit den Grundlagen der Datenorganisation. Dabei lernen wir zunächst, unterschiedliche Arten von Daten – von klar strukturiert bis unstrukturiert – voneinander abzugrenzen und zu verstehen, warum eindeutige Schlüssel für den Zugriff eine zentrale Rolle spielen. Wir betrachten ferner die Bedeutung von Metadaten und Schemata, die eine einheitliche Beschreibung verschiedener Datenquellen ermöglichen. Ein weiterer Schwerpunkt liegt auf den Konzepten der zeilen- und spaltenorientierten Speicherung von strukturierten Daten, deren Vor- und Nachteile wir gegenüberstellen.

	3.1	Daten sind nicht gleich Daten


Stellen wir uns nun folgendes Szenario vor: Wir möchten ein einzelnes Wort in einem Buch finden. In einem gut strukturierten Fachbuch mit Inhaltsverzeichnis, klarer Gliederung und einem detaillierten Index am Ende (so wie in diesem Buch) ist diese Aufgabe in wenigen Momenten erledigt. Nun stellen wir uns dieselbe Aufgabe in einem handgeschriebenen, unstrukturierten Buch vor (z. B. Tagebuch oder Notizbuch), welches aus einem einzigen langen Fließtext ohne Absätze, Überschriften oder Seitenzahlen besteht. Die Suche wird schnell zur Qual (ähnlich zur Suche nach der bekannten Nadel im Heuhaufen).

Diese Analogie trifft den Kern der Herausforderung in der Arbeit mit Daten: Die Form und Struktur von Daten bestimmen maßgeblich, wie effizient wir mit ihnen arbeiten, Informationen extrahieren und Erkenntnisse gewinnen können. Im Kontext von Big Data, wo wir es nicht mit hunderten, sondern mit Millionen von Datensätzen zu tun haben, wird diese Effizienz zu einem entscheidenden Faktor für den Erfolg eines Datenexperten. Daten sind also nicht gleich Daten.

Bevor wir in die technischen Details von Datenformaten und -strukturen eintauchen können, müssen wir zunächst verstehen, warum dieses Thema im Zeitalter von Big Data eine so zentrale Bedeutung erlangt hat. Der Begriff „Big Data“ beschreibt nicht einfach nur „viele Daten“, sondern eine Reihe von Herausforderungen, die traditionelle Ansätze der Datenverarbeitung an ihre Grenzen bringen. Diese Herausforderungen werden oft durch die sogenannten „Vs von Big Data“ charakterisiert. Ursprünglich als 3 Vs beschrieben (vgl. Abschnitt 1.2), hat sich das Modell inzwischen auf viele weitere Vs erweitert. Für dieses Kapitel beschränken wir uns auf die ursprünglichen 3 Vs und nehmen für unsere Diskussion noch drei weitere Vs in den Fokus: Veracity (Wahrhaftigkeit), Value (Wert) und Variability (Veränderlichkeit).

Diese 6 Vs zwingen uns fundamental darüber nachzudenken, wie wir Daten speichern, organisieren und abrufen. Stellen wir uns nun erneut vor, wir möchten ein einzelnes Wort in einem Buch, aber diesmal in einer großen Bibliothek finden. Angesichts der 6 Vs wird die Herausforderung in diesem Fall noch wesentlich komplexer. Wir suchen nicht nur in einem einzelnen Buch (niedriges Volume, niedrige Velocity, niedrige Variety), sondern in einer riesigen Bibliothek (hohes Volume), die täglich um neue Bücher, Zeitschriften und digitale Dokumente erweitert wird (hohe Velocity) und Werke in unzähligen Sprachen und Formaten enthält (hohe Variety). Die eigentliche Tücke liegt aber in der Veracity (Wahrhaftigkeit) der Inhalte: Inhalte können veraltet sein (z. B. ein 30 Jahre alter Reiseführer), sich widersprechen (z. B. Biographien über Personen), oder bewusste Falschinformationen oder stark subjektive Meinungen verbreiten. Unsere Aufgabe ist es also nicht nur, das Wort zu finden, sondern auch zu bewerten, wie vertrauenswürdig die Quelle ist, in der wir es finden. Diese Unsicherheit und mangelnde Zuverlässigkeit der Daten ist die Kernherausforderung von Veracity. Prüfen wir die Zuverlässigkeit des Inhalts nur sehr sporadisch (z. B. Herkunft), kann dies zu einer niedrigen Veracity führen.

In einem gut strukturierten Katalog dieser Bibliothek mit Inhaltsverzeichnissen und Indizes (strukturierte Daten) geht das Aufspüren des Buches schnell. Ein solcher Katalog kann uns durch Metadaten wie das Erscheinungsjahr oder den Verlag auch erste Hinweise auf die Vertrauenswürdigkeit (Veracity) einer Quelle geben. In einem ungeordneten „Haufen“ (d. h. Chaos) unbeschriebener Bücher (unstrukturierte Daten) ist es eine Qual. Wieder einmal wird die Form und Struktur unserer Daten zum entscheidenden Faktor für Effizienz und Erfolg.

In diesem Kapitel werden wir die grundlegenden Dimensionen untersuchen, nach denen sich Daten und Datenformate klassifizieren lassen. Wir werden dabei eine Art „Kompass“ entwickeln, der uns hilft, sich in der vielfältigen Landschaft der Datenformate zurechtzufinden. Dazu betrachten wir hauptsächlich zwei Achsen:

1. Der Grad der Strukturierung: Wie „ordentlich“ sind die Daten organisiert? Wir bewegen uns auf einem Spektrum von komplettem Chaos (unstrukturierte Daten) bis hin zu strenger Ordnung (strukturierte Daten).

2. Die physische Anordnung: Wie werden strukturierte Daten physisch auf einem Speichermedium wie einer Festplatte abgelegt? Hier liegt der fundamentale Unterschied zwischen zeilen- und spaltenorientierten Formaten, der massive Auswirkungen auf die Abfragegeschwindigkeit hat.

Es ist wichtig anzumerken, dass zusätzlich noch weitere, relevante Achsen existieren, anhand derer Daten und entsprechende Datenformate gegliedert werden können. Diese zusätzlichen Perspektiven werden im Buch teilweise in eigenständigen Kapiteln vertieft. Eine kompakte Übersicht dieser ergänzenden Achsen umfasst unter anderem die Unterscheidung zwischen relationalen Datenbanken (RDBMS) und nicht relationalen, NoSQL-Speicherlösungen (vgl. Kapitel 6), die Trennung von Daten im Ruhezustand („data-at-rest“) gegenüber Daten in Bewegung („data-in-motion“) bzw. Velocity-Daten (d. h. Batch- versus Streaming-Daten, siehe Kapitel 13, Verarbeitungsparadigmen), die Aufteilung in zentralisierter versus verteilter Datenhaltung, sowie die Betrachtung von veränderbaren (mutable) und unveränderbaren (immutable) Daten. Durch das gleichzeitige Berücksichtigen dieser Dimensionen lässt sich ein noch umfassenderes und nuancierteres Bild der Datengestaltung gewinnen.

	3.2	Schlüssel-Wert-Paare und Metadaten


Bevor wir uns aber unseren beiden Hauptachsen widmen, führen wir ein zentrales Prinzip ein, das uns durch das gesamte Kapitel (und Buch) begleiten wird. Viele von uns kennen dieses Prinzip bereits aus der täglichen Programmierpraxis.

Wenn wir in Python ein Dictionary1) oder in Java eine Map2) aus der Collections API verwenden, greifen wir auf einen Wert zu, indem wir seinen eindeutigen Schlüssel angeben (z. B. unter Verwendung einer eindeutigen Zeichenkette; d. h. ein Wert vom Typ str in Python).



Listing 3.1 Zugriff auf Werte über einen eindeutigen Schlüssel in Python mithilfe von Dictionaries


1 # Klasse 'Kunde' repräsentiert einen Kunden mit relevanten
↪ Informationen
2 class Kunde:
3 def __init__(self, kunden_id, name, wohnort):
4 # self. ... →
5
6 # Ein Python-Dictionary, das einen Kunden repräsentiert (Schlüssel:
↪ Kunden ID, Wert: Instanz von Kunde)
7 kunden_info = {
8 "101": Kunde("101", "Meier", "Berlin")
9 }
10
11 # Gezielter Zugriff auf einen Wert über seinen Schlüssel
12 kunde = kunden_info["101"]
13 print(kunde.name) # Gibt "Meier" aus
14
15 # Alternativ kann der Kunde auch als verschachteltes Dictionary
↪ dargestellt werden
16 kunden_info = {
17 "101": {kunden_id: "101", name: "Meier", wohnort: "Berlin"}
18 }
19
20 print(kunden_info["101"]["name"]) # Gibt "Meier" aus





In unserem konkreten Python-Beispiel identifiziert der Schlüssel 101 den spezifischen Kunden „Meier“ eindeutig. Der erste Teil des Beispiels nutzt klassische Objektorientierung in Form eines Kunden-Objektes (d. h. Instanz der Klasse Kunde; vgl. Objektorientierung in Programmiersprachen, z. B. [Lar04]) als Wert, welcher wiederum weitere Werte aggregiert, also somit weitere Informationen über den Kunden enthält (z. B. kunde.name). Im zweiten Teil des Beispiel nutzen wir eine oft wiederkehrende Alternative in der Praxis. Hier werden die Kundeninformationen als ein verschachtelter Dictionary-Wert dargestellt. Dies kommt oft in hierarchischen (d. h. verschachtelten) Datenformaten wie JSON zum Einsatz.

Maps bzw. Dictionaries werden häufig als assoziative Arrays bezeichnet (siehe z. B. [Knu97; Cor+22]). Assoziative Arrays (oder manchmal auch Zuordnungstabellen genannt) sind Datenstrukturen, die Daten in Form von Schlüssel-Wert-Paaren speichern und den Zugriff auf diese Werte über den zugehörigen, meist nicht numerischen Schlüssel ermöglichen. Mithilfe von Hashing beispielsweise erlauben sie eine effiziente, schnelle Suche und Abfrage von Daten, indem sie einen eindeutigen Schlüssel (Identifier, kurz ID) einem bestimmten Wert zuordnen. Ein klassisches Beispiel ist ein Telefonbuch, bei dem der Name der Schlüssel und die Telefonnummer der Wert ist.

Auch grundlegende Datenstrukturen wie Arrays können vereinfacht als Schlüssel-Wert-Datenstruktur behandelt werden, da diese anstatt mit textuellen oder komplexen Schlüsseln (z. B. Objekte; vgl. Abschnitt 13.3.1, Hadoop) mit einfachen numerischen Ganzzahl-Indizes angesprochen werden, die als numerischer Schlüssel dienen. Dieses vermeintlich einfache, aber mächtige Konzept des Schlüssel-Wert-Zugriffs skaliert von einer kleinen Datenstruktur im Arbeitsspeicher bis hin zu Petabytes an Daten in einem verteilten System.

Ein frühes und dabei wegweisendes Beispiel für diese hohe Skalierungsfähigkeit von Schlüssel-Wert-Paaren in verteilten Systemen sind die SequenceFiles aus dem Hadoop-Ökosystem (siehe Abschnitt 13.3.1, Hadoop). Anstatt Daten als lesbaren Text abzulegen, speichert ein SequenceFile eine Sequenz von Schlüssel-Wert-Paaren in einem kompakten, binären Format. Der entscheidende Vorteil für die parallele Verarbeitung mit MapReduce ist hier die Eigenschaft der Teilbarkeit. Große Dateien können in Blöcke aufgeteilt werden und gleichzeitig im Cluster verarbeitet werden.


[image: Image]


Merksatz: Um einen einzelnen Datensatz – sei es ein Kunde, ein Sensorwert oder eine finanzielle Transaktion – in einer riesigen Datenmenge gezielt lokalisieren (hier werden Schlüsselwerte auch genutzt, um den eigentlichen Speicherort der Daten in einem verteilten System – einem Cluster – zu identifizieren), abrufen, verknüpfen oder aktualisieren zu können, muss dieser über einen eindeutigen Schlüssel (engl. Primary Key oder Identifier) adressierbar sein.





Der Schlüssel ist generell die Adresse eines Datensatzes. Im obigen Programmierbeispiel sind es die Strings „101“ für das objektorientiere Beispiel oder „name“ für die verschachtelten Informationen im zweiten Teil des Beispiels. In einer relationalen Datenbanktabelle ist es der Wert in der Primärschlüssel-Spalte. In einem Dateisystem ist es der Dateiname3). Ohne diesen eindeutigen Zugriffspunkt wären wir im beliebig großen Suchraum der Daten verloren. Wir werden sehen, wie dieses Konzept in den verschiedenen Datenstrukturen und -formaten mal mehr, mal weniger offensichtlich umgesetzt wird.

In NoSQL-Datenbanken und Big-Data-Anwendungen reicht ein einzelnes Attribut als Schlüssel oft nicht aus, um einen Datensatz eindeutig zu identifizieren. Hier kommt der zusammengesetzte Schlüssel(Composite Key, vgl. RDBMS in Abschnitt 6.1) ins Spiel, der aus der Kombination von zwei oder mehr Attributen gebildet wird.


[image: Image]


Praxisbeispiel für einen Composite Key: Stellen wir uns Sensordaten vor (z. B. ein Temperatursensor). Ein Sensor mit der Sensor-ID ‚S-42‘ sendet jede Sekunde einen neuen Messwert. Die Sensor-ID allein ist also nicht eindeutig für einen Messwert. Der eindeutige Schlüssel für einen spezifischen Messwert ist die Kombination aus Sensor-ID und dem genauen Zeitstempel:

Schlüssel = (Sensor-ID, Zeitstempel) → Wert = Messwert





Dieser Ansatz ist für Technologien wie Apache Hadoop und NoSQL-Datenbanken (und Zeitreihendatenbanken, vgl. Kapitel 11) von zentraler Bedeutung, da er unter anderem eine intelligente Datenpartitionierung und effiziente Bereichsabfragen etwa in Wide Column Stores wie Apache Cassdandra (siehe Abschnitt 11.3) ermöglicht (z. B. „Gib mir alle Messwerte von Sensor S-42 für die letzten 24 Stunden“).

Neben der eindeutigen Schlüsselidentifizierung werden wir in Abschnitt 13.3.1 sehen, wie die einfache Idee einer Map (d. h. Schlüssel-Wert-Paare), die wir hier als grundlegende Datenstruktur kennengelernt haben, zum Kern des einflussreichen MapReduce-Paradigmas wird. Dieses von ursprünglich Google entwickelte Modell zerlegt komplexe Berechnungen in zwei Phasen – Map und Reduce – und war die Blaupause für die erste Generation der Big-Data-Verarbeitung mit Apache Hadoop. Seine Prinzipien leben auch heute in moderneren Frameworks wie Apache Spark weiter.

Ein Schlüssel gibt uns die Adresse zu einem Datensatz. Aber woher wissen wir, was sich an dieser Adresse befindet? Hier kommen die Metadaten ins Spiel. Metadaten sind „Daten über Daten“. In gewisser Weise sind sie das Etikett auf dem Buch in der Bibliothek oder das Inhaltsverzeichnis eines Buches, das die Kapitel beschreibt. Sie beschreiben unter anderem die Struktur, den Inhalt, die Herkunft und die Qualität der eigentlichen Daten und können daher die Veracity der Daten erhöhen. In diesem Kapitel werden wir sehen, dass der Unterschied zwischen einem Dateiformat wie CSV und einem Format wie Parquet zu einem großen Teil in der Qualität und Reichhaltigkeit seiner Metadaten liegt, die darin enthaltene Daten beschreiben.

	3.3	Datenquellen: Woher kommen die Daten?


Die Vielfalt (Variety) der Daten ist eine der zentralen Herausforderungen von Big Data. Diese Vielfalt entsteht, weil Daten aus unzähligen, heterogenen Quellen, oft unabhängiger Dritter stammen. Das Verständnis dieser Quellen ist der erste Schritt in jedem Projekt, da es oft die anfängliche Form, Qualität und Struktur der Daten bestimmt. Es ist möglich, Datenquellen grob in folgende vier Kategorien einzuteilen.

	3.3.1	Öffentliche und kuratierte Datenplattformen


Öffentliche und kuratierte Datenplattformen sind oft die ersten und auch besten Anlaufpunkte für Anwendende (z. B. freier Zugriff), um (oft) kostenfrei an große Datensätze zu gelangen, da die Daten häufig bereits aufbereitet, strukturiert und gut dokumentiert sind.

Daten für Maschinelles Lernen und KI

[image: Image]       Wettbewerbs- und Community-Plattformen: Kaggle4) ist wohl die bekannteste Plattform. Sie bietet eine riesige Sammlung an Datensätzen für Data Science/Machine-Learning-Wettbewerbe. Die Daten sind meist aufbereitet und in verschiedenen gängigen Formaten wie beispielsweise CSV oder JSON verfügbar.

[image: Image]       Modell- und Daten-Hubs: Hugging Face5) hat sich zum zentralen „Hub“6) für die KI/ML-Community entwickelt. Neben vortrainierten Modellen (d. h. LLMs) bietet die Plattform eine Vielzahl von Datensätzen (Trainingsdaten, Testdaten etc.), speziell für Aufgaben im Bereich Natural Language Processing (NLP) und Computer Vision.

Daten aus Forschung und Wissenschaft

Zur Reproduzierbarkeit von wissenschaftlichen Ergebnissen (z. B. aus Experimenten) wurden diverse Plattformen ins Leben gerufen, die entscheidende Daten bereitstellen, die zu einer bestimmten Publikation gehören. Dieser Grundsatz wird vor allem im Rahmen von Open-Science-Initiativen verfolgt7), die die FAIR Prinzipien vertreten (Findable, Accessible, Interoperable, Reusable). Diese umfassen unter anderem:

[image: Image]       Code-Hosting-Plattformen: GitHub8) ist nicht nur die weltweit größte Plattform für die kollaborative Softwareentwicklung, sondern auch eine enorme Quelle für Datensätze und deren Sammlungen9). Viele Forschungsprojekte und Open-Source-Mitwirkende hosten ihre Daten direkt in Git Repositories, oft zusammen mit dem Code, der sie analysiert. Typische Formate sind CSV, JSON oder Textdateien. Der Code und seine Dokumentation stellen natürlich selbst die vorrangige Datenquelle für das Mining von Repositories im Software-Engineering-Bereich dar, beispielsweise für die Programmsynthese mit (Code-) LLMs.

[image: Image]       Wissenschaftliche Datenrepositorien: Plattformen wie Zenodo10) und Figshare11) wurden speziell dafür geschaffen, Forschungsdaten, Publikationen, Software und andere wissenschaftliche Artefakte dauerhaft und zitierfähig zu speichern. Sie erhalten einen Digital Object Identifier (DOI) und sind somit eine verlässliche Quelle für die Replikation von Forschungsergebnissen.

[image: Image]       Nationale Forschungsdateninfrastruktur: Nicht unerwähnt bleiben kann in diesem Zusammenhang die im Aufbau befindliche NFDI12), die gerade dabei ist, für verschiedene Wissenschaftsbereiche dauerhafte Datenspeicher aufzubauen und auch mit einem Konsortium dabei eine spezifische Datensammlung für Data Science13) anzulegen.

Open Data & Portale: Daten des öffentlichen Sektors

Es existiert eine Vielzahl an Open-Data-Portalen und Initiativen. Viele Regierungen und öffentliche Institutionen stellen ihre Daten der Allgemeinheit zur Verfügung (z. B. data.gov, statistische Ämter wie das Statistische Bundesamt14), EU Open Data Portal15)). Diese Daten reichen von Wetterbeobachtungen16) über Verkehrsstatistiken bis hin zu Finanzdaten und sind oft über APIs oder als CSV/XML-Downloads verfügbar. Auch die großen Cloud-Anbieter, wie etwa Amazon17) oder Microsoft18), bieten öffentlich verfügbare Daten und Speicherplatz dafür an. Von Google Research gibt es mittlerweile sogar eine Suchmaschine für frei verfügbare Datensätze19).

	3.3.2	Operative und generierte Unternehmensdaten


Daten aus dem operativen Geschäft stellen das Herzstück bzw. den wichtigsten Rohstoff für die meisten internen Big-Data-Anwendungen dar. Hierzu zählen unter anderem:

[image: Image]       Transaktionsdatenbanken (OLTP): Klassische relationale Datenbanken (Oracle, MySQL, PostgreSQL etc.) aus dem operativen Betrieb verwalten u. a. Kundendaten, Bestellungen oder Finanztransaktionen. Diese Daten sind hochstrukturiert.

[image: Image]       Log-Dateien: Server, Anwendungen und Webseiten produzieren kontinuierlich Log-Dateien, um Ereignisse, Fehler und Benutzerinteraktionen aufzuzeichnen. Sie liegen oft als unstrukturierter oder semistrukturierter Text vor.

[image: Image]       Internet of Things (IoT) und Sensordaten: IoT und cyber-physische Systeme als integraler Bestandteil von Industrie 4.020) stellen eine schnell wachsende Datenquelle dar. Sensoren in Maschinen (z. B. Produktion), Fahrzeugen (z. B. Standort, Verbrauch etc.) oder Smart-Home-Geräten (Temperatur, Sicherheitskamera) senden einen konstanten Strom an Messwerten, meist in kompakten Formaten wie JSON oder binären Protokollen.

Unternehmensdaten entstehen heute nicht mehr ausschließlich in intern betriebenen Datenbanken, sondern auch in spezialisierten Cloud-Diensten (Software-as-a-Service, kurz SaaS; siehe Abschnitt 17.2.1). Diese Dienste verwalten kritische Geschäftsprozesse und stellen die Daten über Programmierschnittstellen (APIs) zur Verfügung. ERP/CRM-Systeme (z. B. SAP und Salesforce), Zahlungsanbieter und Support-Plattformen bieten die Daten in der Regel bereits hochstrukturiert als API-basierten Dienst, oft im JSON-Format, an. Die größte Herausforderung liegt hier in der Integration dieser verteilten Datensilos, um eine einheitliche, unternehmensweite Sicht zu schaffen (vgl. Data Warehouse/Lakehouse in den Kapiteln 7 und 8).

	3.3.3	Web Mining und Scraping


Eine Alternative, um an werthaltige Daten zu gelangen, ist das Web Scraping (oder Mining). Im Grundprinzip kennen wir dies von der Funktionsweise von Suchmaschinen wie Google, die strukturierte Datenbanken anhand von Webseitenindexierung erstellen. Das Web-Crawling und Scraping beinhaltet das automatisierte Abrufen und Extrahieren von Informationen von Webseiten21). Hierbei entstehen zunächst unstrukturierte HTML-Daten (natürlicher Text), aus denen dann strukturierte Informationen (z. B. Produktpreise, Kundenrezensionen) extrahiert werden müssen (vgl. Suchmaschinen und Web Crawling in Abschnitt 11.5). In der Vergangenheit hatten Webseitenbetreiber die explizite Möglichkeit, die Indexierung in Suchmaschinen durch die Bereitstellung verschiedener Metadaten – etwa Schlüsselwörter im HTML-Head – direkt zu beeinflussen. Heutzutage setzen Suchmaschinenbetreiber jedoch komplexere Bewertungsalgorithmen ein, um die Grenzen der Suchmaschinenoptimierung (SEO) festzulegen.

	3.3.4	Datenhandel: Externe Dienste und aktiver Erwerb


Für gewisse Anwendungsfälle benötigt es Daten, die entweder nicht im Alltagsbetrieb direkt anfallen oder nur kostspielig erfasst werden können. Diese Daten müssen daher gezielt beschafft werden. Unternehmen können hier ganze Datensätze sowie auch Datendienste zur Datenerhebung zukaufen, um ihre eigenen Datensätze anzureichern. Beispiele hierfür sind Daten über Kundenverhalten und -bonität, soziodemografische Daten, Wetterdaten oder Marktforschungsdaten.

Eine allgegenwärtige und in diesem Kontext wertvolle Datenquelle sind externe Dienste, die sich darauf spezialisiert haben, das Verhalten von Nutzern auf den eigenen digitalen Kanälen zu messen und zu verwalten. Im Gegensatz zu rein internen Systemen werden die Daten hier von Drittanbietern gesammelt und aufbereitet, bevor sie Dritten (d. h. den Anwendenden) zur Verfügung gestellt werden:
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